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Resumo

A necessidade de armazenar, processar e analisar os dados € uma realidade cada vez
presente nas empresas onde as decisdes de negocio dependem muito das plataformas
digitais. A introducdo do conceito de Data Warehouse teve como finalidade facilitar e
melhorar o processo de recolha de indicadores de negdcio imprescindiveis.

O conceito de Big Data veio com 0 aumento da variedade e do volume de dados para fins
de analise. Com esse conceito em mente, foram desenvolvidas tecnologias para fazerem
face aos desafios impostos. A transformacéo digital no registo de entradas e saidas nos
transportes publico leva a grandes volumes de dados que podem ser usados para aplicar
analises de negdcio na area [1].

Este projeto visa a recolha de um conjunto de tecnologias na vertente do Big Data e a
avaliacdo da capacidade de armazenamento, do método de elaboracdo dos métodos de
ETL e do desempenho na obtencdo de resposta a um conjunto de queries, consoante 0
aumento do volume de dados de mobilidade, referentes as entradas dos autocarros da
companhia de transportes publicos Horarios do Funchal.

E introduzida neste projeto uma revisdo de literatura sobre os conceitos de Data
Warehouse, de modelos dimensionais e de Big Data, bem como nas tecnologias existentes
e trabalhos relacionados com manipulacéo de Big Data. Foi também objeto de andlise do
estado da arte a aplicacdo destas tecnologias nos transportes publicos.

Os resultados apresentados revelam que algumas plataformas conseguem adequar-se bem
ao um aumento do volume de dados, com boas capacidades de desempenho, tanto na
execucdo de processos de ETL, como na execucdo de queries de consulta, em comparacgéo
a outras tecnologias, cujo resultados sao pouco préaticos neste tipo de estudo.
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Abstract

The need to store, process and analyse data is a increasingly present reality in companies
where business decisions depend heavily on digital platforms. The purpose of introducing
the Data Warehouse concept was to facilitate and improve the process of collecting
essential business indicators.

The concept of Big Data came with the increase in the variety and the volume of data for
analysis purposes. With the concept in mind, technologies were developed to face the
imposed challenges. The digital transformation in the registration of entrances and exits
in the public transport lead to large volumes of data that can be used to apply business
analysis [1].

This project aims to collect a set of technologies in the field of Big Data and evaluate the
storage capacity, the method of elaborating ETL methods and the performance in
obtaining a response to a set of queries, referring to the entrances of the buses of public
transport company Horarios do Funchal.

This project introduces a literature review on the concepts of Data Warehouse,
dimensional models and Big Data, as well as existing technologies and work related to
Big Data manipulation. The application of these technologies in public transport was
also subject to a state-of-the-art analysis.

The presented results reveal that some platforms are able to adapt well to an increase in
the volume, with good performance capabilities, both in the execution of ETL processes
and in the execution of queries, in comparison to other technologies, whose results are
impractical in this type of study.
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1 Introducéo

Num mundo em que a tecnologia virtual estd mais enraizada no dia a dia, desde o
consumo das redes sociais até a utilizacdo dos sistemas Internet of Things (loT), o
tratamento e a andlise de milhdes de dados constantemente gerados sdo dos grandes
desafios que a maioria das empresas enfrenta.

Desde a década de 1990, com a introducdo das bases de dados relacionais e a sua
aplicacdo em sistemas transacionais, houve a necessidade de aplicar esses dados
guardados para tomadas de decisdo nas empresas. Com as representacdes de dados
existentes, a obtencdo de resultados tornou-se pouco pratico e obsoleto. Devido a essas
problematicas desenvolveram conceitos de Data Warehouse (DW)[2].

No seu desenvolvimento, levou a criacdo de arquiteturas e de infraestruturas para fazerem
face as necessidades de negdcio das empresas e a introducdo e aplicacdo dos modelos
dimensionais (das tabelas de facto e de dimensdo) e conceitos de ETL.

O aumento do volume e da variedade dos dados historicos recolhidos levou a introdugéo
do termo Big Data. Os sistemas na area do Big Data deverdo conseguir armazenar grandes
volumes de dados, provenientes de varias fontes e formatos, mas também poder processar
essas grandes quantidades para obter indicadores de negocio com melhor desempenho.
Desde o seu aparecimento, foram desenvolvidos conjuntos de ferramentas e plataformas
para corresponder aos desafios apresentados.

Na fase da digitalizacdo na area dos transportes publicos, a aplicacdo de sistemas Smart
Card e AFC (Automatic Fare Collection) tornou-se o ponto de partida na aplicagéo de
analise preditiva, com a utilizacdo de dados de mobilidade. Esses sistemas recolhem
grandes volumes de dados todos os dias através da validacdo de entradas e saidas dos
veiculos por parte dos clientes. Esses dados ajudam a melhorar o servi¢o tornando-o
benéfico para a empresa e para o cliente [3].

1.1 Identificacdo do problema

Como foi referido acima, o registo das entradas e saidas dos passageiros dos transportes
publicos implica um grande volume dados para analise. Além da infraestrutura fisica, a
escolha da tecnologia tem um papel determinante no desempenho nos processos de
transformacédo e analise. Para o estudo de caso da companhia Horarios do Funchal é
necessario ser feita a recolha de um conjunto de tecnologias e avaliar qual é o que melhor
se adequa.

1.2 Objetivos do estudo

Com a identificacdo do problema referido na secgdo anterior, foram propostos os
seguintes objetivos este estudo:

e Recolha de informacéo sobre plataformas existentes no mercado na area do Big
Data;

e Selecionar um conjunto de plataformas para analise;

e Desenvolver e simular ambiente de Big Data;

e Implementar processos de transformacdo de ETL;
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Conferir o desempenho do processo de transformacgédo consoante o volume de
dados;

Comparacdo do desempenho no resultado das queries de negocio na area dos
transportes publicos consoante o volume dos dados.

1.3 Estrutura do trabalho

Este trabalho é composto pela seguinte estrutura:

1.

Revisdo de Literatura: sobre os conceitos de Data Warehouses, modelos
dimensionais e arquiteturas implementadas. Na parte do Big Data séo referidas as
plataformas existentes no mercado. Também se realizou uma revisdo de trabalhos
cientificos no ambito do Big Data e dos transportes publicos;

Anélise ao problema: explicar o processo sequencial do trabalho desenvolvido,
desde a recolha de dados para fins de teste até a escolha de indicadores de negécio;
Desenvolvimento: do projeto, do planeamento a criacdo do ambiente de testagem.
Desenvolvimento dos processos ETL a criagdo das queries propostas para 0S
indicadores de negocio;

Avaliacdo: comparativa das tecnologias em estudo, desde a sua capacidade de
armazenamento, ao desempenho da execucao dos processos ETL, até a avaliacdo
do respetivo desempenho na obtencdo dos indicadores de negocio;

Conclusdo: obtida deste estudo, no cumprimento dos objetivos propostos e no que
podera ser realizado em trabalho futuro.
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2 Revisao de Literatura

2.1 Data Warehouse

Desde o desenvolvimento de aplicacbes com fins transacionais e a introducdo dos
modelos relacionais para a gestdo de dados na década de 70, muitas empresas adotaram
a utilizacao dessas tecnologias para a facilitar a gestdo e aquisicdo de dados [4]. A partir
da década de 90, houve a necessidade de utilizar os dados historicos para realizar analises
de negdcio, desta forma, permitindo a criacdo de processos de apoio as decisGes de
negdcio. Contudo, as bases de dados transacionais, as OLTP, eram desenhadas para
operacdes do dia a dia, estando inaptas para queries complexas, que requeriam a
utilizacdo de varias tabelas e operacgdes agregacdes de grandes volumes de dados. Essa
necessidade levou a criacdo e desenvolvimento do conceito de Data Warehouse (DW)

2.

Uma DW visa o armazenamento de grandes volumes de dados e integra-los com o fim de
obter de informacdes uteis para o0 negdcio. Inmon ([2], [5]), refere que uma Data
Warehouse tem de corresponder a seguinte composi¢ao:

e Orientada ao sujeito: dedicada as necessidades de andlise em diferentes areas de
negocio;

e Capacidade de Integracdo: poder agregar todos os dados, independente das
origens;

e Na&o volatil: capacidade de os dados serem historicos e impedidos de serem
removidos ou alterados;

e Variavel ao tempo: ter varios valores para a mesma informacdo, devendo-se ao
facto que longo do tempo haja mudancas na empresa que consequentemente leva
a alteracGes de informacéo.

Sendo que uma das finalidades de uma DW é o armazenamento de grandes volumes de
dados, muitas empresas enfrentam o desafio de manter as infraestruturas de suporte, assim
como a possibilidade de atingir os limites de disponibilidade de recursos que essas
infraestruturas, em geral, possuem. A utilizagdo de Data Marts vem ajudar a contornar
esses problemas através da separacdo do volume ([2], [6]). Num exemplo pratico da sua
utilizacdo, uma empresa tem uma sec¢do de vendas que analisa s6 os dados das vendas
realizadas num certo periodo, ao passo que 0s Recursos Humanos necessitam dos dados
dos empregados permanentemente [2].

As abordagens de implementacdo de uma DW s@o dependentes dos recursos, da
velocidade, das necessidades e do volume de dados disponiveis as organizagdes. A
abordagem top-down é uma visdo mais complexa e requer melhor planeamento. O
processo comeca na recolha de todas as necessidades dos utilizadores, elaboracéo de um
esquema unico e na derivacdo em varios Data Marts, consoante as exigéncias. Sendo uma
abordagem que necessita de muito tempo e planeamento, a sua adogao € pouco abordada
pela maioria das organizacdes ([2], [6]). Um exemplo de aplicacdo de abordagem € a de
Inmon [5].

A abordagem bottom-up € a alternativa mais adotada pelas organiza¢es. Envolve uma
perspetiva de criar esquemas diferentes para cada Data Mart, que no fim se unem. Esta
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implementacao tem a vantagem de obter respostas mais rapidas com recursos limitados,
mas podem ocorrer inconsisténcias e redundancia ([2], [6]). Arquitetura proposta por
Kimball [8] é um exemplo de utilizacdo da abordagem bottom-up [7].

2.1.1 Modelo Dimensional

Usar técnicas de desenho de uma base de dados transacional numa DW aumenta a sua
complexidade, havendo muitas tabelas e relacdes entre elas. Esta complexidade, vem da
necessidade de normalizar as tabelas para minimizar a redundancia de dados, importante
para ambientes transacionais onde ocorrem inumeras transacdes, mas irrelevante num
ambiente de DW [9].

A utilizagdo de um modelo dimensional tem como fim reduzir a complexidade das bases
de dados, diminuindo o numero de tabelas e de relagcdes, para que o utilizador final possa
usufruir com facilidade e rapidez da obtengéo de resultados ([2], [8], [9]).

O modelo dimensional é composto por ([2], [6], [8]):

e Tabela de Factos: onde é armazenado grande volume de dados que correspondem
a dados de contexto e medidas para analise (exemplo: total de vendas);

e Tabelas de Dimensao: contém informacdes contextuais para analise. Essas tabelas
de dimens&o contém chaves primarias que se relacionam com as tabelas de Factos.
Podem ser compostas por hierarquias de analise, exemplo: tabela de dimenséo
data pode ter a seguinte hierarquia: Ano > Més> Dia.

Os desenhos dos esquemas mais usados no desenvolvimento do Modelo Dimensional sdo
organizados em estrela ou em floco de neve. Os esquemas em estrela (Figura 1) séo
desenhados com uma tabela de factos central, interligada com vaérias tabelas de dimensao,
sendo a sua apresentacdo semelhante a uma estrela. Isto tem vantagem na diminuicao do
namero de relagcdes entre tabelas, que, consequentemente, reduz na complexidade na
obtencdo de informacdo. Os esquemas em floco de neve (Figura 2) sdo semelhantes aos
em estrela, mas contém tabelas de dimensdo normalizadas, evitando a replicacdo de
dados. Tém, porém, a desvantagem de se tornarem mais complexos do que a
representacdo em estrela ([6], [9], [10]).

Dimens3o 1
Dimensdo 2 Dimenso 4

N -~

Tabala de Faclos

/ N\

Vs \

/ N
Dimensao 3 Dimensdo 5

Figura 1. Exemplo de um esquema em estrela
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Sub Dimensdo Sub Dimens 3o

Sub Sub Dimens 3o

i

Dimensfo 1
Sub Dimens 3o Sub Dimensdo

Dimensdo 2 Dimensfo 4

Tabela de Factes

Dimensdo 3 Dimenséo 5

N\

Sub Di E Sub Dimens&o

Sub Dimens 3o

Figura 2. Exemplo do modelo representado floco de neve.

2.1.2 Arquiteturas de Data Warehouse

No desenvolvimento de uma arquitetura para uma DW, Kimball [8] sugere que tem de
conter os seguintes elementos: sistemas de origem operacional, ferramentas de ETL
(Extract, Transform and Load), area de apresentacdo Data Warehouse e aplicacdes de Bl
(Business Intelligence).

Nos sistemas de origem operacional, sdo registadas transa¢des de negécio que ficam fora
das DW. S&o sistemas focados em velocidade e disponibilidade, mantendo o seu registo
historico mais baixo [8].

Ferramentas de ETL séo a porta de entrada entre os sistemas de origem operacional com
a area de apresentacdo. Esses sistemas sdo formados por estas seguintes etapas [8], [10]:

e Extracdo (Extract): é a primeira etapa, nela retiram-se os dados de vérias bases de
dados e de vérios ficheiros;

e Transformacdo (Transform): apés a extracdo, os dados passam por um processo de
transformacdes para a integracdo. Podem ser a limpeza de erros ou inconsisténcias,
substituicdo por dados ja predefinidos, integracdo de dados de varias fontes e de outras
funcGes, que melhoram a qualidade dos dados;

e Carregamento (Load): nesta ultima etapa todos os dados transformados sdo
carregados para a DW, na area de apresentacdo para 0 seu respetivo modelo
dimensional;

Na area de apresentacdo € onde se situam-se 0s dados histdricos, com grande nivel de
detalhe, organizados pelos seus modelos dimensionais, e disponiveis para leitura e analise
utilizando aplicacGes de BI [8]. Esta &rea contém um conjunto de vérias Data Marts,
cujos modelos dimensionais tém tabelas de dimensdo capazes de partilhar com varias
tabelas de factos. Isto possibilita a geracdo de novos modelos dimensionais e reduzindo a
replicacdo de tabelas de dimensdo, gracas a existéncia de comunicagdo entre as Data
Marts ([8], [11]).
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As aplicacdes Bl sdo aplicacdes onde o utilizador consegue recolher os dados da area de
apresentacdo por meio de querys ou através de aplicagcbes mais sofisticadas, em que é
possivel gerar graficos e outras fungBes para complementar o raciocinio analitico [8].

Sistemas de Origem ETL Data Warehouse Bl

=u
0 —© -

he|

Figura 3. Exemplo de proposta de arquitetura por Kimball [8].

2.1.2.1 Arquiteturas alternativas

Desde a adaptacdo dos conceitos de Data Warehouse na industria tem havido exemplos
de arquiteturas alternativas em comparacdo a proposta de Kimball. A escolha de
alternativas pesa-se no facto de serem mais adequadas as necessidades de cada negécio.

2.1.2.1.1 Data Marts independentes

A utilizagdo desta arquitetura vem com a finalidade que os dados sejam exportados,
integrados e carregados para Data Marts independentes, organizadas por um dado grupo
ou departamento sem conhecimento de outras adjacentes. E vantajoso pela simplicidade
de implementagdo, pouca utilizagdo de recursos e maior velocidade em obtencdo de
respostas para analise de negdcio. Sem a comunicagao com os outros Data Marts, a longo
termo, tornara ineficiente com a redundancia de dados vindos das mesmas fontes ([6],

[8D.

Origem BI

Data Mart
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Figura 4. Exemplo de uma arquitetura de Data Marts independentes. /8]

2.1.2.1.2 Arquitetura Inmon

A alternativa proposta por Inmon difere da de Kimball em vérios de aspetos. Todas as
fontes de dados sdo extraidas, tratadas e carregadas numa Data Warehouse geral por
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sistemas ETL. Apos o carregamento, os dados s@o derivados consoante a necessidade das
seccOes das empresas e carregados nas Data Marts exclusivas de cada seccao ([5], [8],
[11]). Inmon considera que a DW ¢ fisicamente separada com as Data Mart, porque esta
orientada ao armazenamento e adaptada a novos requisitos, em compara¢do com as Data
Marts, que estdo mais orientadas aos requisitos do utilizador [11].

Origem BI
/\ - ”
8 \-—.___._--/ M . 2
8 =
Data Warehouse -
f_l I “-‘Lﬁf

Figura 5. Exemplo de uma arquitetura proposta por Inmon /8].

2.1.3 Conclusao

Com o aparecimento das bases de dados transacionais, a geracéo de volumes de dados e
a necessidade de analisa-los levou a criacdo dos conceitos de Data Warehouse.

As abordagens top-down e bottom-up sdo designadas na implementacdo das Data
Warehouses. A implementacao por top-down é mais complexa do que a bottom-up, que
resulta numa fraca adocdo pelas organizacGes. Por sua vez, a bottom-up é uma
implementacdo mais rapida e traz vantagens ao nivel de desempenho na obtencdo de
resultados de analise, mas com um planeamento descuidado, a longo prazo, pode ocorrer
redundancia de dados. Exemplos de utilizacdo das abordagens sdo arquiteturas propostas
por Kimball, bottom-up, e Inmon, top-down.

Pela visdo de Kimball, as Data Warehouses conseguem armazenar os dados providentes
de varias fontes e de tipos. Esses dados tém de ser tratados e integrados através das
ferramentas ETL e, por fim, carregados para o seu modelo dimensional. Esses modelos
sdo compostos por tabelas de factos e por tabelas de dimensao e sao representados através
esquemas em estrela ou em floco de neve. Os modelos dimensionais podem estar
armazenados em varias Data Marts que se comunicam entre si, capazes de partilhar
informacdo e gerar novos esquemas. A visdo de Inmon, € uma alternativa face a de
Kimball. Inmon refere que todos os dados devem ser tratados e carregados para uma Data
Warehouse Unica e derivar-se utilizando os Data Marts.

A utilizaclo dessas arquiteturas tem a sua relevancia na implementagdo por meio de
ambientes onde s&o utilizadas bases de dados tradicionais. Devido ao aumento do volume
e variedade de dados produzidos diariamente, originou-se a necessidade de fazer o
processamento paralelo dos dados e a introducdo de arquiteturas Big Data [12].
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2.2 Big Data

A comunidade cientifica ndo tem uma clara defini¢éo sobre o conceito Big Data. Numa
revisao de literatura, Andrea de Mauro et al.[13] concluiu que este conceito se traduz-se
na informacdo armazenada em grande volume, na velocidade de acesso e na variedade
dos mesmos. De tal modo, necessita de um conjunto de tecnologias e metodologias
analiticas para fazer face aos desafios [13]. O aparecimento do termo Big Data vem da
existéncia das redes sociais e da Internet of Things (10T), que revertem na vasta geracéo
de dados ndo estruturados[14]. Big Data é caracterizado essencialmente pelos 3 Vs,
Volume, Velocidade e Variedade ([14], [15], [16]), mas estendido para 7 V’s[17].

O Volume refere-se a geracdo excessiva de dados, ndo sO textuais, como de outros
formatos (videos, musica, etc.), sendo necessario a criacdo de tecnologias proprias que
acompanhem o0 seu crescimento. A Velocidade traduz-se na necessidade do
armazenamento e processamento em tempo real. A Variedade, capaz de aceitar qualquer
tipo de dados([14], [16], [17]). O quarto V é a Variabilidade, corresponde a mudanca
constate dos dados. O quinto V é a Veracidade, traduz-se na qualidade dos dados,
necessidade de remover anormalidades que compromete a sua qualidade. O sexto V é a
Visualizacdo, que relaciona com a apresentacdo dos dados ao utilizador por gréficos ou
esquemas. O sétimo V é o Valor, isto é, as conclusdes que sdo possiveis de extrair em
prol da empresa [17].

A utilizacdo das ferramentas do Big Data tem um papel fundamental em varias areas da
nossa sociedade [16]:

e Saude Pdublica: tornar os servicos mais personalizados para cada tipo de
populacdo, melhorar a qualidade e o custo;

e |oT: otimizar a logistica das empresas através da criacao de rotas alternativas pela
recolha de dados do GPS;

e Transporte publico: através da quantidade de validacGes por parte do passageiro
é possivel as empresas criar rotas alternativas e aumentar a frequéncias em alturas
mais apropriadas.

Com a necessidade de armazenar, processar e analisar dados de varios formatos e de
grandes dimensdes, foram desenvolvidas ferramentas open-source como o Hadoop e
Spark.

2.3 Tecnologias
2.3.1 Bases Dados Relacionais e Ndo Relacionais

Nos tempos iniciais do desenvolvimento desta area, os armazenamentos dos dados eram
feitos por meio de documentos. O aumento do seu volume levou a que este método se
tornasse pouco eficiente e provocou o0 aumento o nivel de manutencdo dos mesmos. A
introdugdo das bases de dados relacionais impulsionou ao armazenamento dos dados
através da aplicacéo de tabelas relacionais. Cada registo é guardado em cada linha e pode
ser relacionado com outras tabelas [18]. Exemplos de bases de dados relacionais
existentes no mercado sdo o SQL Server e MySQL.

As bases de dados ndo relacionais comegcaram a ser uma alternativa as bases de dados
relacionais, por ser mais simples de desenhar e de escalar para varios nés em comparacao
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as relacionais. Também ha um aumento da sua utilizacdo em aplicac6es de Big Data. De
momento, existe um conjunto de vérios tipos [18]:

e Document (ex. MongoDB);
o Key value (ex. Cassandra);
e Graph (ex. Neo4j);

e Wide Column (ex. HBase).

Ambos os sistemas de base de dados contém a suas vantagens e desvantagens [18]:

Base de Dados Relacional Base de Dados Néo Relacional
Vantagens: Vantagens:
e Facil de executar e manter; e Rapido e flexivel;
¢ Integridade dos Dados.
Desvantagens:
Desvantagens: e Pouco suporte;
e Pode conter custos monetéarios; e Pouca integridade nos dados.

e Limitagdes de estrutura;
e Pode tornar-se lento em certas
aplicac0es.

2.3.2 Hadoop

Hadoop é uma framework desenvolvida para lidar com os desafios do Big Data.
Consegue transpor os limites de recursos do armazenamento através do seu sistema
distribuido de ficheiros, HDFS, e o processamento de dados em paralelo através do seu
paradigma de programacdo MapReduce ([14], [19], [20]). Hadoop é muitas vezes
considerado Schema-on-Read, referindo que todos os dados ndo processados podem ser
guardados sem restricdes, ao contrario dos sistemas tradicionais de base de dados, que
necessitam ser definidos antes de ser submetidos. Esses sistemas sdo referidos como
Schema-on-Write [21].

A utilizagdo do Hadoop traz a vantagem em permitir o armazenamento de dados
provenientes de diferentes fontes e de diferentes formatos, poupando tempo aos
utilizadores. DispGe um acesso rapido aos dados armazenados atraves da divisdo em
pequenos blocos e a capacidade de replicar os dados armazenados pelos nés do
agrupamento, evitando perdas em caso de falhas pontuais[22].

Com o vasto uso deste instrumento e com aparecimento de novas necessidades das
empresas, além dos avangos tecnoldgicos, desenvolveram-se novas ferramentas que se
complementam com o Hadoop, fazendo parte do seu ecossistema, sendo as mais
referenciadas o Pig, Hive, HBase, Sqoop, Flume e Zookeeper ([14], [20]).

2.3.2.1.1 Hadoop Distributed File System (HDFS)

O sistema de ficheiros do Hadoop (Figura 6) segue um padréo arquitetural mestre-escravo
para de modo a facilitar o armazenamento de dados distributivamente pelo agrupamento,
através da divisdo em pequenos blocos. A arquitetura HDFS é composta pelo né mestre,
Namenode, e pelos nds escravos, Datanodes([14], [16], [23]).
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Figura 6. Esquema de arquitetura HDFS [24].

O Namenode, o0 n6 mestre da arquitetura, € onde sdo armazenados os metadados do
sistema. Da informacdo dos blocos que compdem os ficheiros, bem como a sua
localizacdo no seu agrupamento. Este da acesso aos clientes para as operacgdes de leitura,
de escrita e de execuc¢do de programas de MapReduce [25].

No Datanode, o n6 escravo da arquitetura, é feito o armazenamento por pequenos blocos.
Mantém-se em constante comunicagdo com Namenode, dando informacdes sobre o seu
estado e o dos blocos armazenados [25]. Quando o cliente faz um pedido de acesso a um
ficheiro, o Namenode responde ao cliente quais os Datanodes onde contém os blocos
referentes [14].

Em situacdes de falhas, 0o HDFS consegue replicar os blocos existentes para outras racks
disponiveis, gerindo de forma mais rapida e viavel. A existéncia de um Namenode
secundario tém com a funcdo de, periodicamente, fazer backup dos metadados que, em
caso de falha, podem ser restaurados [25].

2.3.2.2 MapReduce

E um modelo de processamento de dados em paralelo, desenvolvido pela Google [26], e
tornou-se uma componente importante no tratamento de grande volume de dados,
essencial na tecnologia Hadoop. O objetivo resume-se na capacidade de receber uma
quantidade de dados e processa-los paralelamente em pequenos blocos, resultando numa
maior eficiéncia de obtencdo de resultados [14], [16], [23]. A estrutura do MapReduce €
composta por ([16], [21], [27]):

e Fase de Map: os dados séo recebidos pelos Mappers e aplicam tarefas de
transformacéo e filtragem, resultando em pares de Key/Value;

e Fase de Sort e Shuffle: nesta fase, recebem-se os pares Key/Value que séo
organizados e baralhados, como base do valor da sua Key;

e Fase de Reduce: os pares que passaram pela fase anterior, sdo recebidos pelos
reducers, que operam varias funcbes de agregacdo resultando de novos pares
Key/Value mais reduzido.

S~ (]
— ——
En:)r;-:rdeaS de B MAP >§ Shuffle / Sort Reduce Movos pares
KeylValue > I Key/Value
e
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Figura 7. Exemplo do processo MapReduce [27].

MapReduce € um complemento para as limitacGes dos sistemas de Base de Dados
Relacionais no armazenamento e na analise de grandes volumes. Aplicacdo em operacdes
de atualizacdo e insercdo sdo mais indicadas para as Bases de Dados relacionais. Ja
MapReduce € indicado em aplicacdes onde os dados sdao armazenados uma sé vez, mas
acedidos varias vezes. Na tabela abaixo indica as suas diferengas [28], [29]:

Tabela 1. Diferencas entre MapReduce e Bases de dados Relacionais

Bases de Dados Relacionais | MapReduce

Escalabilidade Reduzida, para um numero | Alta, capaz de criar grandes
limitado de no6s do | agrupamentos
agrupamento

Capacidade dos Dados GigaBytes Petabytes

Falha de tolerancia Baixa Alta

Suporte de esquema Sim Nao

Integridade Alta Baixa

MapReduce é uma ferramenta com muito potencial para processamento de grandes
volumes de dados em paralelo, mas tem as suas desvantagens. Durante a sua
implementacdo e manutencdo € necessario ter os conceitos de Map e Reduce bem
presentes, resultando num desenvolvimento de solu¢fes mais demoradas e sujeitas a
falhas. Na aplicacdo do MapReduce no Hadoop é corrente, entre as operagdes, escrever
resultados intermédios no disco, de modo a ser recuperavel em situacées onde ocorrem
falhas de tolerancias, resultando na degradacdo de desempenho [21].

O MapReduce no Hadoop (Figura 8) executa em paralelo com os nés do HDFS. Quando
o0 utilizador executa um programa MapReduce, o Namenode inicializa o JobTracker,
criando tarefas e distribuindo pelos nés escravos, os TaskTrackers. Além da gestdo de
tarefas, o JobTracker tem a funcgéo de gerir na atribuicdo de recursos necessarios que cada
TaskTracker pode utilizar. Cada TaskTracker, executa um conjunto de vérias tarefas (map
ou reduce) propostas em paralelo e faz o seu papel de monitorizagao dos estados em que
se encontram e comunicando-o0s ao JobTracker [16], [30].

Esta utilizacdo causa um conjunto de limitagdes, tais como [30]:

e NuUmero reduzido de nés para cada agrupamento, obrigando a criacdo e
manutencdo de mais agrupamentos;

e Existindo um Unico JobTracker, em caso falha é necessario reiniciar o processo
todo;

e O numero de o map e reduce para cada TaskTracker, levando a uma ma gestao
dos recursos;

e Exclusividade para aplicagdes de MapReduce;

Tendo em conta com estas limitaches, foram necessarias novas solu¢bes. Com o
desenvolvimento da nova versao do Hadoop, foi introduzido uma nova componente, o
YARN.
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Figura 8. Arquitetura do MapReduce no Hadoop[30], [31]

2.3.2.3 YARN

YARN, acronimo para Yet Another Resource Negotiator, introduzido na versdo 2 do
Hadoop, veio com o fim de melhorar a implementacdo do MapReduce e a computacao
distribuida [28]. Nas versdes anteriores, a componente JobTracker tinha a funcdo de
gestdo dos recursos e de tarefas para o processamento dos dados. YARN, isola essas
funcionalidades para duas componentes: ResourceManager (gestdo dos recursos
disponiveis) e ApplicationManager (processamento de dados). Gragas ao isolamento
dessas funcbes houve integracdo de novas ferramentas de processamento de dados,
evitando a dependéncia unica de MapReduce ([28], [30]).

Hadoop 1.X

MapReduce

HDFS

Hadoop 2.X

MapReduce

Qutras Aplicagbes

YARN

HDF$S

Figura 9. Transicéo da versdo 1.X para a 2.X do Hadoop

YARN (Figura 10) € composto por:

e Resource Manager: orienta 0S recursos necessarios para a execucao das
aplicagdes submetidas pelo utilizador. Contém um Scheduler, para o
agendamento das aplicacbes com base nos recursos disponiveis, e 0
Application Manager, na submissao de trabalhos e a criagcdo de containers para

0 Aplication Master[28]

e Node Manager: responsavel pelos containers e monitoriza¢do dos recursos a

ser utilizados [28];

e Application Master: componente que coordena a execucao da aplicagdo em
que ficou encarregue [30];
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e Containers: criados pelo Resource Manager, onde sdo alocados 0s recursos e
executam das tarefas [30].

.@ S ra

T Resource |, |
. R Manager =
: s :

MapReduce Status

Job Submission ~-----p

Noede Status -
Resource Request ---------p (4 p

Figura 10. Arquitetura em YARN [32]

A execucdo de uma aplicacdo em YARN é composta pelos seguintes passos [33]:

1.

abrwd

Cliente submete a aplicacdo, com as especificacbes proprias, ao Resource
Manager;

O Resource Manager cria um Application Master;

Application Master regista-se ao Resource Manager;

Application Master negoceia 0s recursos necessarios para 0s containers;
Application Master inicia um container fornecendo as especificacdes do
Node Manager e executa o cddigo da aplicacéo;

Durante a execucdo o cliente comunica diretamente ao Application Master
para obter o seu estado;

Quando aplicacdo é finalizada, Application Master tira 0 seu registo ao
Resource Manager e desliga-se, dando oportunidade a novas submissdes.

22



Cliente
Resource Application
Manager Master
1

>

Y

Figura 11. Diagrama de sequéncia na submissdo de uma aplicacéo pelo YARN.

YARN ajuda a superar um conjunto de limitacbes que ocorriam com o tradicional
MapReduce na primeira versdo do Hadoop. Na Tabela 2, é realizada uma anélise
comparativa entre os dois sistemas ([28], [30]):

Tabela 2. Comparacao entre o tradicional MapReduce com o YARN ([28], [30])

MapReduce (Hadoop 1.X) YARN (Hadoop 2.X)
Escalabilidade Limitado para 4000 nés do | Expansivel para 10000 nos
agrupamento e para 40000 e para 100000 tarefas.
tarefas.
Disponibilidade Limitado pela Mais disponivel com a
disponibilidade do Job separacao fungdes do Job
Tracker. Tracker pelo Resource
Manager e Application
Master.
Utilizagéo Fica limitado a uma Melhor gestdo de recursos,
quantidade estatica para evitando limitacGes.
cada executor.
Aplicacoes Exclusivo para aplicagcbes | Maior suporte em varios
MapReduce tipos de aplicagdes e
ferramentas sem ser
MapReduce.
2.3.3 Hive

Para acesso e transformacdo dos dados através do Hadoop € necessario que os utilizadores
estejam familiarizados com a programacao e dos conceitos do MapReduce, levando a um
grande consumo de tempo em formacéo e a elaboragdo desse tipo de aplicagdes. O Hive
foi implementado para superar os problemas de aprendizagem [34], sendo um dos
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primeiros sistemas em contexto SQL-on-Hadoop, O Hive gera e executa um conjunto de
tarefas MapReduce através de uma linguagem semelhante ao SQL (HiveQL) [35].

O Hive € usado para aplicacfes de Data Warehouse, mas ndo ¢ uma base de dados
completa, sendo impréprio para fins de transa¢fes, mas adequado para as operacgdes de
andlise. Como a maioria das aplicagbes de Data Warehouse tradicionais sao
implementadas por meio de bases de dados relacionais, o Hive ajuda na aplicacdo desses
conhecimentos para o ecossistema do Hadoop [36]. Tem a vantagem de facilitar o acesso
e transformacdo dos dados, em comparacdo com a criagdo manual de aplicacGes
MapReduce. Tem a desvantagem de ndo ser adequado em dados ndo estruturados e
ineficiente em tarefas muito complexas [37].

Além de ter a capacidade de interpretar ficheiros estruturados (exemplo: CSV e TXT), mas
também disponibiliza a leitura de ficheiros de formatag&o de coluna, que inclui algoritmos
de compactacdo, para melhorar o desempenho em operagdes 1/0, mais sustentavel no
armazenamento e desempenho em transferéncia. Os ficheiros utilizados sdo ORC
(Optimized Row Columnar) e ficheiros Parquet ([19], [35], [38]).

A arquitetura do Hive é estruturada por ([34], [39]):

e Uma Metastore: onde é armazenada a informacéo sobre as estruturas das tabelas,
colunas e partices, e a localizacdo dos seus ficheiros;

e Driver: gere o tempo de vida do programa submetido HiveQL. Executa, coleta
dados intermédios e finais, e finaliza a sua execucao;

e Compilador Query: compila o HiveQL. Gera um plano de execucdo que inclui
conjunto de fases e tarefas;

e Optimizer: procura o melhor plano para a execucgéo da query;

e Execution Engine: executa as operacdes propostas pelo compilador;

e HiveServer: providencia um servico de JDBC/OBDC para fazer a integracdo do
Hive com outras aplicacoes;

e Componentes para o cliente: linha de comandos (CLI), interface Web e
JDBC/ODBC.

Hive

‘ JBDC/OBDC ‘

\ )
meRe m

Metastore

|
1|

‘ Hadoop (HDFS e MapReduce) ‘

Figura 12. Exemplo da arquitetura Hive[34]
A execucdo de uma query atraves do Hive tem o seguinte procedimento [34]:

1. A query HiveQL é submetida pelo cliente;
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2. Driver recebe a query e envia para o compilador;

O compilador verifica se a sintaxe corresponde aos dados da Metastore;

4. Apo6s a verificagdo, o compilador gera um plano l6gico e otimizado para a
execucio;

5. Do plano é gerado tarefas de MapReduce e de acesso ao HDFS e envia ao
Execution Engine;

6. O Execution Engine executa essas tarefas usando a framework Hadoop;

7. Apos finalizar a sua execucao, os resultados sdo enviados ao cliente.

w

Diriver Compilador Execution Engine Hadoop

Figura 13. Diagrama de sequéncia quando o cliente executa uma query

No inicio, o Hive utilizava operacdes de MapReduce na obtencdo de resultados através
das suas querys, mas como ja foi referido, 0 MapReduce necessita de escrever no disco
resultados das operac@es intermédias, resultando em tempos de processamento grandes,
face ao aumento dos dados. Com aparecimento do Apache Tez esses problemas foram
amenizados. A utilizacdo do Hive com o Tez veio reduzir a laténcia, tornando as querys
mais interativas, através da reducdo de operacOes de leitura e de escrita no HDFS. Na
figura abaixo corresponde a um exemplo utilizando o MapReduce tradicional,
comparando com a execucdo pelo Apache Tez através do Hive [40], [41].
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Figura 14. Comparacéo de execucao de query por MapReduce (esquerda) e Tez (direita) [41].

2.3.4 Presto

Desenvolvido pelo Facebook, o Presto tem o objetivo de executar queries analiticas em
grandes volumes de dados de forma distribuida, sendo os dados provenientes de varias
fontes, tais como o Hive e base de dados relacionais. Presto é uma alternativa as
ferramentas que utilizam MapReduce, como Hive e Apache Pig ([39], [42]). Tem o poder
de executar centenas de queries em memdoria e com uso intensivo de CPU. Reduz a
complexidade de integracdo com varios sistemas atraves do processamento de dados de
vérias fontes numa s6 query. E flexivel para situacées limitadas [43].

Um agrupamento do Presto € composto por um coordinator e por varios workers. O
coordinator é responsavel por receber as queries em SQL pelo utilizador, interpretar,
planear e gerir os workers. Apés o coordinator receber uma query, ele analisa e gere um
plano. Esse plano é composto por fases, com estrutura hierdrquica, que contém um
conjunto de tarefas para serem tratadas pelos workers ([39], [42]).

Cada worker € responsavel por executar as tarefas propostas pelo coordinator e fazer o
seu processamento em paralelo. E responsavel na recolha dos dados em vérias fontes
através dos conectores, e partilha os resultados intermédios com outros workers. Apos
acabar o processamento, o coordinator faz a recolha dos dados e apresenta ao utilizador

([39], [42]).

26


https://testuma-my.sharepoint.com/:x:/g/personal/2027915_student_uma_pt/EaSSujKw-QROpgYqopoDFXkBSzda68e9oNsshW-sUtw5vw

Coordinator

Metadata API AP \oczgzaoiao dos
Cliente i:)‘ Analisador H Planeador ]—b[ Agendador ]
-—

‘ Worker }<—> Worker 4—»{ Worker ‘

e

Figura 15. Exemplo de arquitetura do Presto [44].

2.3.5 Apache Spark

Desenvolvido em 2009, o Apache Spark [45], vem com o fim de aplicar o processamento
em grande volume de dados histéricos, mas também com a capacidade de processamento
de dados em tempo real (streaming). Spark é capaz de armazenar e processar 0s dados
em memoria distribuidos em todo o seu agrupamento. Com essa aplicacdo evita a
necessidade de aceder ao disco, melhorando o seu desempenho. Tem a interoperabilidade
no acesso a varias fontes de dados, tais como HDFS, bases de dados (relacionais e ndo
relacionais) e em varios tipos de ficheiros ([46], [47]).

Spark em comparacao com o MapReduce do Hadoop[46]:

e Mais rapido, 100 vezes mais rapido quando usa memdria, 10 vezes quando usa o
disco, através da reducdo de operacGes de leitura e de escrita e armazenamento
dos dados em memoria;

e Sendo o processo feito em memoria, Spark acaba por ser mais dispendioso em
comparagdo com MapReduce que utiliza disco;

e Oferece operaces de alto nivel, facilitando o desenvolvimento de aplicacdes;

e Fornece processamento em tempo real e em grandes volumes.

Um sistema Spark segue o padrdo arquitetural mestre-escravo. Consiste num
coordenador, driver, e um conjunto de workers distribuidos pelo agrupamento. O driver
é o ponto de entrada entre o utilizador e as funcionalidades do Spark (através do
SparkContext), converte as aplicacdes em pequenas tarefas (tasks), agenda jobs e aloca
recursos para a execucdo. Cada worker cria um executador que executa as tarefas
propostas e 0 processamento de dados. O Cluster Manager € um servico externo com a
responsabilidade da aquisicdo de recursos para as aplicagdes. Spark tem o seu proprio
Cluster Manager, mas é possivel utilizar o YARN como alternativa [46].
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Figura 16. Exemplo de arquitetura do Spark.[46], [48]

Quando um programa Spark é submetido para o seu agrupamento, é gerado um diagrama
aciclico. Esse é composto por um conjunto de fases com o fim de obter resultados. Cada
fase € composta por um conjunto de tarefas sequenciais e otimizadas para uma maior
performance. Esse ciclo é definido por DAG (Directed Acyclic Graph) [43]. Spark
disponibiliza ao utilizador uma visualizacao grafica o DAG gerado.

~ DAG Visualization

WholeSt3geCodegen (1)

Figura 17. Exemplo de um esquema grafico do DAG [49].

Existe um conjunto de componentes que fazem parte do ecossistema do Spark [46], [50]:

e Spark Core: é o pilar do Spark fornecendo API para processamento de dados em
grande escala por meio de um conjunto de objetos distribuidos pelos nés do
agrupamento, os Resilient Distributed Datasets (RDD). Ainda fornece operacfes
de gestdo de memoria, agendamento de tarefas e recuperacao de falhas;

e Spark SQL: é a execucao de querys SQL pelo Spark;

e Spark Streaming: € o componente para 0 processamento em tempo real, através
de pequenos lotes de dados;

e MLlIib: fornecer algoritmos de Machine Learning em grande escala, quando ha
necessidade de paralelismo de dados ou do modelo;

e SparkR: trata-se do pacote para a integracao de Spark com a linguagem R;

e GraphX: esta dedicado para computacdo de grafo;
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Figura 18. Componentes do Spark [46], [50].

2.35.1 Spark SQL

Spark SQL é uma componente de alto nivel do Spark que permite aos utilizadores integrar
e aproveitar os beneficios do processamento relacional e utilizar conjuntamente com
outras bibliotecas mais avancadas disponibilizadas pelo Spark.

Spark SQL da aos utilizadores acesso a interface SQL por conectores JDBC/ODBC e por
consola, habilitando-se a ser um motor de SQL distribuido capaz de conectar a um
conjunto de ferramentas de BIl. Além disso, disponibiliza o acesso por meio de
DataFrames para as aplicacdes em Java, Python e Scala. Permite o acesso facil as tabelas
do Hive e a execucdo das querys em ambiente do Spark, mas também acesso a outras
fontes, tais como as Bases de dados relacionais, ficheiros estruturados e semiestruturados,
e bases de dados NoSQL (ex. Cassandra, HBase) [47], [51].

Programas
1212 ozt (Java, Python, Scala)

A —

Spark SQL DataFrame API

| Catalyst Optimizer ‘

|
|

Spark

‘ Resilient Distributed Datasets (RDD) |

Figura 19. Interagdo com Spark SQL [51].

Para a obtencgéo de resultados com maior desempenho foi desenhado o Catalyst Optimizer
(Figura 20). Tem a finalidade de integrar novas técnicas de otimizacao para o Spark SQL.
Este permite estender e adicionar novas regras de otimizacdo dependendo da situagéo do
utilizador. Quando o utilizador submete uma query SQL, ou por um DataFrame, é
recebido pelo Catalyst Optimizer que passara por um conjunto de varias fases antes de
ser executado.

Na primeira fase de andlise, € recebido um query SQL ou um DataFrame. Existindo um
conjunto de atributos e relagbes por resolver, € utilizado o catalogo para verificar e
aprovar se esta apto para a proxima fase.
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Na fase de otimizacdo ldogica, é recebido o plano logico e sofre um processo de
transformacoes através de um conjunto de regras de otimizacao.

No planeamento fisico, € recebido um plano l6gico otimizado sendo gerado varios planos
fisicos baseado em regras de otimizacdo estabelecidas. Esses planos sdo a seguir
selecionados e, atraveés do modelo de custo, é selecionado tendo o melhor custo. Por fim,
o plano selecionado segue-se pela fase de geracdo de codigo, gerando-se em Java
Bytecode para executar pelos nds do agrupamento [51].

. Otimizagao Planeamento Geragéo
Andlise légica fisico de cédigo

.. P = 1
\ Plano légico Plano Iégico Otimizagao do l

/ por resolver plano légico Planos fisicos|

sQL

Selegdo do

.. [—> RDDs
plano fisico

Modelo de custo

DataFrame

Cataloge

Figura 20. Processo do Catalyst Optimizer [51].

As otimizacdes do Catalyst Optimizer sdo baseadas em regras selecionadas por meio de
estatisticas e estimativas antes de executar o programa e ao longo da execucdo poderdo
ocorrer problemas, além da reducéo de desempenho. A partir da versdo 3.0 do Spark, foi
adicionado uma nova componente de otimizacdo para fazer face a esse problema, o
Adaptive Query Execution (AQE). Este permite que o Spark recolha as estatisticas
adquiridas durante as fases de execugéo, otimizagéo e escolha do novo plano de query

([52], [33)).
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\ Plano légico Plano égico Otimizagdo do l

/“ por resolver plano légico Planos fisicos

Modelo de custo

DataFrame

Catalogo

Adaptive Query Execution (AQE)

Figura 21. Processo do Catalyst Optimizer com AQE [52].

2.3.6 Conclusdo

Neste capitulo foi feita a revisdo de literatura de um conjunto de tecnologias. As Bases
de Dados Relacionais e Nao Relacionais sdo usadas em muitas aplicagdes. Ambos 0s
tipos de bases de dados contém vantagens e desvantagens, sendo que a utilizagdo das Nao
Relacionais tem maior uso em aplicacdes de Big Data face as Relacionais.

O desenvolvimento da ferramenta Hadoop trouxe vantagens em responder aos desafios
do Big Data. Com o seu sistema distribuido, HDFS, tornou-se capaz de armazenar
conteddos, independentemente do tipo de formato, de forma distribuida entre varios
agrupamentos. Foi introduzido o algoritmo MapReduce para o processamento paralelo
em pequenos blocos e fases. Com o desenvolvido o YARN, tornou o sistema Hadoop
mais escalavel e com maior suporte para outras aplicagdes sem ser o MapReduce.

O Hive tem o intuito em aplicar conceitos de Data Warehouse no ecossistema do Hadoop
(SQL-on-Hadoop), com a representacdo dos dados através de tabelas e facilitar o acesso
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via linguagem semelhante ao SQL (HiveQL). As queries criadas sdo convertidas num
conjunto de processos de MapReduce.

O Presto e o Spark foram desenvolvidos para dar complemento aos desafios do Big Data,
néo substituindo Hadoop ou o Hive. O Presto tem a capacidade de processar e receber
grandes quantidades de queries provenientes de varias fontes, incluindo do Hive, através
do uso intensivo de CPU e de memdria disponivel pelo agrupamento. O Spark tem o
propdsito de fazer o processamento dos dados em memoria, evitando a necessidade do
disco. E composto por ecossistema rico, desde aquisicdo e processamento de dados em
tempo real (Spark Streaming), até a um conjunto de bibliotecas disponiveis para Machine
Learning.

Uma das funcionalidades do seu ecossistema, o Spark SQL, proporciona uma interface
SQL para 0 acesso as tabelas do Hive, mas também permite ao acesso de varios tipos de
fontes. Dispde um Catalyst Optimizer que recebe o SQL pelo utilizador e por meio de
processos de analise, otimizacdo e de planeamento, é gerado cddigo de execucdo para 0s
nos do agrupamento.

A elaboracdo deste capitulo tornou-se importante na escolha de tecnologias existentes
para este trabalho na area do Big Data. Na prdxima seccdo, sdo reportados os trabalhos
relacionados a pratica destas tecnologias referidas em ambientes de Big Data, por meio
de comparacOes entre o desempenho de cada tecnologia, mas também da aplicacdo de
outros tipos de metodologia no armazenamento e na representacao dos dados.

2.4 Trabalhos relacionados em Big Data

Com aquisigéo dos conceitos de Data Warehouse, de Big Data e a introdugéo de novos
tipos de dados gerados através das redes sociais e dos loT, ocorrem exemplos de
necessidade de migrar ou implementar alternativas as Data Warehouses usando as
tecnologias de Big Data. Para este trabalho, os estudos mencionados neste capitulo foram
um ponto de partida na introducdo de métodos e arquiteturas utilizadas referentes ao Big
Data.

Sebaa et al. [54], elaboraram uma Data Warehouse através do ecossistema Hadoop, com
0 objetivo de transpor das dificuldades encontradas em Data Warehouses na area da
medicina, de modo a melhorar a qualidade dos servicos de salde nas tomadas de deciséo.
Na arquitetura proposta, aplicaram processos de ETL e submeteram para o sistema de
ficheiros Hadoop (HDFS). Os dados foram representados por tabelas de Hive e acedidos
por ferramentas de anélise de Business Intelligence. O modelo de dados foi composto por
tabelas de facto e tabelas de dimens&o, tendo sido aplicados técnicas de particéo e de
bucket nas tabelas de facto, com o objetivo de aumentar o desempenho das queries.

Chang et al. [55] propuseram uma arquitetura de Big Data Warehouse para monitorizar
e visualizar, em tempo real, o consumo de eletricidade do campus. Nessa arquitetura,
foram utilizados 0 Hadoop (como armazenamento distribuido), o Hive (na representacéao
em tabelas), Sqoop [56] (na recolha de dados histéricos de origem MySQL), o Spark (para
recolha de dados energéticos e tratamento dos mesmos) e o Impala (para analise de
dados).
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Na avaliacdo, concluiram que a execugdo de queries no Impala teve melhor desempenho
em comparagdo ao Spark SQL e o HiveQL. Gracas ao facto de o Impala criar ficheiros
menores durante a execugdo das queries através de agrupamento. As aplicacdes ETL
através do Spark foram mais rapidas em comparacéo ao Hive [55].

Na &rea da agricultura, Ngo et al. [57] propuseram a criagcdo de uma plataforma de
analise. Foi utilizando o Hive, o MongoDB [58] e o Cassandra [59]. O MongoDB tinha a
facilidade de receber dados em tempo real pelas aplicacdes maoveis e pela Web, além de
dar reposta aos resultados necessarios em tempo real. O Hive tinha a funcao de importar
os dados do MongoDB e retornar dados processados. Em situagcdes de calculos mais
complexos, Hive intervém na fase de responder. Todos os dados ndo processados de
diferentes bases de dados e ficheiros eram armazenados no Cassandra e, por meio do
ETL, eram tratados e enviados para o Hive. Na representacdo dos dados da Data
Warehouse, foi utilizado um conjunto de tabelas de facto e tabelas de dimensao,
assemelhando-se ao esquema constelacdo. Avaliaram a Data Warehouse, aplicando um
conjunto de queries, incluindo varios comandos de SQL e compararam o seu desempenho
com MySQL. Ap6s a comparacao, concluiram que a sua proposta tem maior desempenho.

Viera et al.[60], combinou um conjunto de abordagens para aquisicdo de requisitos para
0 desenvolvimento de uma Data Warehouse em contexto Big Data. A proposta
apresentada permitiu incluir dos dados importantes de analise e desenvolver modelo
dimensional utilizando o Hive. Martinho e Santos[61], propuseram que 0 as tabelas de
facto e de dimensdo existentes da Data Warehouse tradicional sejam exportadas para o
HDFS, representandas através de tabelas do Hive e transformar de um modelo
dimensional para 0 modelo tabular.

Santos et al.[62] avaliaram o desempenho de tecnologias SQL-on-Hadoop (Hive, Spark,
Presto e Drill [63]) em ambientes onde os recursos disponiveis eram mais limitados. Para
esse estudo foi utilizado o dataset TPC-H [64] desnormalizado para uma tabela Gnica. A
desnormalizacdo teve o objetivo de reduzir a quantidade dos recursos utilizados e do
tempo de execucdo das queries. Com os resultados obtidos concluiram que, para volumes
menores 0 Hive ndo é o ideal. Em situacGes de maior aumento de volume comegou a
haver degradacao de desempenho por parte do Spark e do Drill, havendo situagdes que o
Hive era o melhor. Presto manteve-se com um bom desempenho consoante ao aumento
do volume em comparagéo ao Hive.

Nadeem Ahmed et al. [65] realizaram uma analise comparativa no desempenho das
queries entre SQL Server e Hive. Os dados utilizados para esse estudo consistiam em
registos de crimes ocorridos em Inglaterra divididos em ficheiros de 89 MB e 1 GB.
Concluiram que, durante a execugdo de um conjunto de queries, o SQL Server teve
melhor desempenho em comparacdo ao Hive, mas com o aumento do volume de dados
notou-se uma maior degradacdo do seu tempo de execugéo.

Rafael Almeida et al. [66] avaliaram o comportamento do desempenho das tecnologias
SQL Server (versdo 2012), com MySQL e InnoDB em ambientes de apoio a deciséo
consoante o0 aumento do volume de dados. Nessa avaliagdo, utilizaram o modelo
dimensional em estrela, tendo uma tabela de factos com capacidade inicial 1GB até 24GB.
Apdbs executar um conjunto de queries e consoante ao aumento do volume, concluiram
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que SQL Server obteve bons resultados em grandes datasets em comparagédo as outras
tecnologias, sendo o mais adequado para ambientes de apoio a decisao.

Aluko et al. [39], aplicaram um estudo intensivo em trés diferentes conjuntos de dados,
avaliando os sistemas Hive, Spark SQL, Presto e o Impala. Além da conclusdo de varios
factos referenciados no seu estudo, ao nivel de utilizacéo de recursos, Presto e Impala
utilizaram grandes quantidades de memoria. O consumo de memoria por parte de Spark
SQL foi variavel dependendo do nimero de executadores e de queries em paralelo. O
Hive utilizou, em abundancia, o disco e o Impala é mais balanceado na utilizacdo de
recursos.

2.5 Big Data na area dos transportes publicos

Para uma grande parte da populagdo, a utilizacdo dos transportes publicos ocorre no seu
dia a dia. A introducdo de sistemas Smart Card e AFC (Automatic Fare Collection), veio
como meio de facilitar o acesso e gestdo de novas tarifas para os seus utilizadores. Para
as empresas que utilizam esses sistemas, providencia maior qualidade de dados recolhidos
para efeitos de analise para melhorar os seus servicos [1].

Sistemas AFC sdo compostos por bases de dados transacionais, onde as transacdes
ocorridas correspondem as validac6es, por parte dos clientes, quando inserem o seu Smart
Card nos leitores disponiveis nos veiculos. Com a inclusdo dos sistemas de GPS nos
veiculos, é possivel saber qual é a paragem que o cliente entrou ou saiu apds a sua
validacdo [67].

A adocéo destes sistemas retorna grandes volumes de dados, mas muitos deles podem
ndo ser Uteis para efeitos de analise. Essas situagdes ocorrem quando [68]:

e Existem problemas de sistema, tais como falta de requerimentos para a recolha
de dados, de data e horas do sistema néo estarem sincronizados, etc.;

e Problemas de hardware, nos sistemas de valida¢cdo, comunicacéo, etc.;

e Falhas do utilizador, por ma utilizacdo do cartdo ou utilizacdo de cartdo invalido.

Varios investigadores utilizaram os dados gerados pelos sistemas AFC para classificarem
as motivac0es, por parte do utilizador, na utilizacdo do servi¢o. As motivacdes dependiam
do tipo de utilizador, do tempo da préxima validacdo e de outros critérios que podem ser
classificados como: trabalho, escola ou outros ([69], [70]). Além disso, os autores de [70],
[71] e [72] determinaram periodos onde os utilizadores transferiam de um veiculo para o
outro com o fim de detetar situagdes onde era necessario reformular o plano de viagem.
Song et al. [73] utilizaram cubo OLAP para abordar uma melhor visualizagdo das
transagdes ocorridas no més de outubro em Naijing para encontrar padrfes por parte dos
utilizadores. Também foram utilizados algoritmos de aprendizagem e de agrupamento
(ex. k-means) na identificacdo de padrdes de viagem [67].

Os requisitos de validacdo dos sistemas AFC dependem das decisdes pelas empresas.
Existe sistemas AFC que obrigam os clientes a validarem o seu cartdo nas entradas e
saidas das viaturas, mas existe outros sistemas obrigam os clientes validarem,
unicamente, a entrada. Nessas situagoes, levam a duvida do destino final. Esse problema,
levaram a criacdo de varios métodos para a estimar a origem-destino de cada cliente [74].
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Horta et al. [75] e Nunes et al. [76] abordaram um conjunto de regras para estimar o
destino de cada cliente.
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3 Analise do Problema

Apos ter sido feito a revisao da literatura sobre os conceitos de Data Warehouse, modelos
dimensionais, a definicdo de Big Data, tecnologias, aplicacdes e analises de dados na area
dos transportes publicos, concluimos que obtivemos informacdes suficientes para passar
a seguinte fase de analise ao problema que nos foi apresentado. Na figura abaixo, séo
apresentados os passos que foram efetuados para a analise ao problema:

-"-._.F'reparaqﬁo do ambiente Desenvolvimento e Aplicagio de perguntas ."-._.Recolha e avaliagio de

Escolha das tecnologias | | )oY i Yy ) : )
/ /detestesedosdatasets /| | execugiodeETL | | de negécio resultados

Figura 22. Passos para o desenvolvimento.

3.1 Recolha dos dados

Os dados de mobilidade que foram utilizados para anélise do problema pertenciam a
companhia de transporte publico do Funchal, a Horérios do Funchal. A companhia foi
criada em 1986 e inicializou o seu servigo publico urbano em 1987 pelo concelho do
Funchal. Em 1997, iniciou-se o seu servico interurbano em freguesias adjacentes (ex.
Curral das Freiras, Camacha, Faial, etc.). Em 2007, adotaram o sistema elétrico de
bilheteiras, o GIRO, disponibilizando maior controlo na gestdo de bilheteira. No
momento deste trabalho, disponibilizam a populacdo um servico de transporte publico
urbano pelo concelho do Funchal, com uma frota de 158 autocarros disponiveis. Também
dispde uma frota de servigo interurbano de 62 autocarros [77]-[80].

Hordriosdo
Registo Funchal g

Bilhete/Passe Internet Sncda

€ validado : Dados

Cliente

Figura 23. Arquitetura do sistema GIRO.

Os dados histdéricos que foram disponibilizados pela companhia correspondam as
validacGes, a entrada dos veiculos, pelos clientes através do sistema de bilheteira da
companhia. Os dados compreendiam entre os anos 2015 e 2019 referentes aos servicos
suburbanos. Devido as politicas de privacidade da empresa, ndo foi possivel descrever a
estrutura da base de dados e a composicdo dos dados disponibilizados para este trabalho.

Além dos dados que foram fornecidos pela empresa, foi incluido um conjunto de ficheiros
GTFS (General Transit Feed Specification) [81]. Esses ficheiros foram disponibilizados
para dar informacdo sobre os transportes publicos disponiveis utilizando a aplicagdo
Google Maps. Os ficheiros utilizados para este estudo foram [82]:

e Routes.txt: lista de rotas disponiveis para o publico;
e Stops.txt: lista de paragens onde os veiculos recolnem ou desembarcam 0s
passageiros;
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Nessa fase, numa primeira instancia, foi necessario fazer uma pré-selecdo dos atributos
nas tabelas e nos ficheiros que foram necessarios para este projeto. Apos essa escolha,
todos os dados foram carregados para o ambiente desenvolvido.

3.2 Preparacdo do ambiente de testes

Infelizmente ndo foi possivel disponibilizar, para este projeto, infraestruturas dedicadas
para estes ambientes de testes em Big Data. A alternativa para este problema foi escolher
entre implementacdo por meio de maquinas virtuais ou a criacdo de containers pela
plataforma Docker.

Em comparacdo as maquinas virtuais, Docker é menos dispendioso ao nivel de gestdo de
recursos e acessivel em elaboragéo de sistemas distribuidos por containers[83]. Potdar et
al.[83], avaliaram o desempenho entre as maquinas virtuais e o Docker. Concluiram que
0 Docker obteve melhor desempenho em termos de CPU, memoria, 1/0 do disco, etc.
Com essas conclusdes, decidiu-se utilizar o Docker para o desenvolvimento deste projeto.

3.2.1 Tecnologias escolhidas

Com base das tecnologias estudadas na revisao de literatura, foram escolhidas:

e Apache Hadoop: para o armazenamento dos dados pelo seu sistema de ficheiros;
e Apache Hive: para a representacéo dos dados em tabelas e na execucao de queries;
e Apache Spark: para o processamento de ETL e de execugdo de queries;

e Presto: para a execucao de queries;

e SQL Server: armazenamento e execuc¢do de queries;

Para o seu desenvolvimento, foi necessario desenvolver um ficheiro docker-compose para
gerar, de forma automatica, todos dos containers. Para a criacdo dos containers Hadoop,
Hive e Spark foram baseados nos projetos de Big Data Europe [84]. Ja para o Presto foi
baseado no projeto Yasunari S. [85]. Ambos 0s projetos, no momento que este documento
esta a ser desenvolvido, estdo disponiveis através da plataforma GitHub. No SQL Server
foi utilizado a imagem do Docker oficial disponibilizada pela Microsoft.

Durante o processo de escolha de tecnologias, averiguou-se a inclusdo o MongoDB [58]
para este estudo, por ser uma base de dados N&o Relacional e estar mais adaptado para
tecnologias em Big Data em comparacdo de uma base de dados Relacional [18].
Infelizmente, durante o processo de desenvolvimento, ocorreram um conjunto de erros,
desde falhas de importacdo de dados até a constante reinicializacdo dos containers. Com
esses problemas, que acabou por ser excluido deste estudo. O mesmo aplicou-se na
abordagem de cubos OLAP e nas ferramentas de Bussiness Inteligence (exemplo:
PowerBIl). Devido a ocorréncia de falhas de conexdo, ndo foi possivel incluir neste estudo.

O SQL Server, sendo um base de dados Relacional, ndo € muito utilizado em aplicagdes
de Big Data em comparacdo a outras bases de dados N&o Relacionais[18]. Mas,
atendendo a que obteve bons resultados de desempenho ao Hive em grandes volumes de
dados ([65], [66]) considerou-se que poderia, no fim, obter resultados uteis para este
estudo.

36



3.3 Criagdo de ETL

Antes de desenvolver os processos de ETL foi necessério idealizar a representacdo dos
dados no modelo final. A abordagem dos conceitos dos modelos dimensionais, das tabelas
de facto e de dimensé&o, esteve muito presente ([54], [57], [60], [62]). Por isso, idealizou-
se um modelo dimensional onde os dados poderiam ser carregados apds o processo de
transformacéo.

Para o desenvolvimento e avaliacdo dos desempenhos de ETL, as tecnologias escolhidas
foram:

e Spark, com a biblioteca PySpark;
e SQL Server Integration Services (SSIS).

Para a abordagem do PySpark, foi necessario desenvolver um script em linguagem
Python. Nele foi incluido a biblioteca PySpark para dar o maximo aproveito do
processamento em paralelo da tecnologia Spark, também integrado com as tabelas do
Hive. O SSIS é uma ferramenta disponibilizada pela Microsoft que permite o
desenvolvimento de solucdes ETL através de uma interface grafica. Essa abordagem
facilita a utilizadores menos experientes na programacao a desenvolver conjuntos de
solugdes sem utilizar nenhuma linha de codigo. Esta ferramenta foi utilizada para a
criagdo de ETL para o SQL Server.

3.4 Aplicacéo as perguntas de negocio

Posteriormente, todos os dados foram integrados e carregados seguindo o modelo
dimensional escolhido. Na fase seguinte foi dedicada a criacdo de perguntas de negdcio
para andlise de desempenho. Tendo por base das perguntas recolhidas na revisdo de
literatura, na Tabela 3, foi utilizado essas perguntas:

Tabela 3. Perguntas de negdcio.

Q1 | Em cada quadrimestre, quantidade de validacdes feitas por cada rota.

Q2 | Quantidade de transferéncias e a méedia de tempo ao longo do dia.

Q3 | Percentagem de validacdes ao longo do dia, pelo tipo de cliente, durante o
primeiro e terceiro trimestre.

Q4 | Com base no tipo de tarifa e da diferenca de tempo entre viagens, total de
clientes que utilizaram transporte publico pelos seguintes motivos:

e Estudar;
e Trabalho;
e Qutro.

Para cada pergunta, foi necessario escrever queries analogas, em linguagem SQL, para
ser avaliado para cada um dos sistemas usados. Os critérios utilizados na recolha dos
motivos para pergunta de negdcio Q4 foram baseados por Devillaine et al.[86].
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Figura 24. Aplicac&o das queries nos sistemas em estudo

3.5 Recolha e avaliacdo dos dados

Com os ambientes desenvolvidos, os dados integrados para 0 modelo dimensional e com
as queries desenvolvidas, passamos a fase de recolha de valores relacionados com o
desempenho na obtencao dos resultados das perguntas de negdcio e com a execucao dos
processos ETL, consoante ao aumento do volume de dados. Para cada dataset, foi
executado um conjunto de queries. Em cada query foi recolhido valores temporais de
execucdo. Com a finalizacdo do processo de recolha dos tempos de execucdo, todos 0s
dados foram analisados e as tecnologias em estudo foram avaliadas com base nas suas
prestacoes.

3.6 Concluséo

Neste capitulo foi exposta a anélise ao problema e relatou-se o que iria ser implementado
neste trabalho. Foram mencionados os dados usados, a preparacdo do ambiente de testes,
as escolhas das tecnologias sujeitas a avaliagdo, o desenvolvimento do processo de
recolha, a transformacéo e o carregamento dos dados ao modelo dimensional escolhido,
a criacdo de perguntas de negdcio da area dos transportes publicos e recolha e avalia¢do
de resultados de desempenho.
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4 Desenvolvimento

Neste capitulo € apresentado o processo de desenvolvimento para obtencdo de resultados
comparativos das tecnologias escolhidas do estudo. Ao contrario dos varios trabalhos
relacionados feitos, ndo foi possivel desenvolver infraestruturas com varios computadores
fisicos a correr varias instancias de Hadoop e de outros sistemas. Devido as limitacGes de
recursos e de infraestruturas, foi utilizado o ambiente de virtualizacdo do Docker para o
desenvolvimento.

Os recursos alocados e a versdo da plataforma Docker para o desenvolvimento foram:

e Docker Desktop versao 4.10;

e CPU: 6 (de 8) ndcleos do Intel Core i7-10700F 2.90 GHz;
e Memoria: 12GB de RAM;

e Armazenamento: HDD Seagate 1 TB de 7200 RPM.

Docker Desktop  Upgrade plan

Settings

Resources Advanced

Figura 25. Recursos alocados para o Docker

4.1 Elaboracdo da Infraestrutura

A figura abaixo corresponde a proposta de arquitetura em ambiente para o ambiente de
testes. Para o seu desenvolvimento através do Docker:

/ e m e aean . \
N i
' L)
Vo Hive Server H
Y |
: " Metest :
' etastore
; ; docker
e e e e e e e e e e == i
¥7) ) CoT Tt T Aa T
L ! ' : "
T g ' resto .- '
iElsEp . Spark 1 P ;
! " "
NameNode Resemes | SparkMaster : : Coordinator :
Manager . i '
18 : ﬁ
ot ' .
e '
! ' : " Bicrgzet 5
DataNode NodeManager . Spark-worker | Worker 8 SQL Server
[ : :
d ]

Figura 26. Infraestrutura em Docker criada.
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Baseado nos repositorios desenvolvidos e pela documentacao disponibilizada, elaborou-
se um ficheiro docker-compose.yml, ver anexo 8.1, para a geracdo automética dos
containers para a nossa arquitetura Big Data, a saber:

e Hadoop, anexo 8.1.1:
o Para o sistema de ficheiros distribuido (HDFS), gerou-se um container
NameNode e trés DataNodes;
o Para implementacdo do YARN, criou-se um container como Resource
Manager e trés Node Managers.
Hive, anexo 8.1.3:
o Container como servidor do Hive, incluindo bibliotecas do Apache Tez;
o Container como base de dados para armazenamento dos metadados das
tabelas.
Spark, anexo 8.1.2 :
o Gerar um agrupamento basico Standalone, composto por um container
como mestre (SparkMaster);
o Trés containers como nos trabalhadores (SparkWorker).
Presto, anexo 8.1.4:
o Um container como Coordinator;
o Trés containers como Workers.
SQL Server, anexo 8.1.5:
o Um container.

Atendendo as limitacdes de infraestrutura, houve necessidade de configurar a distribuicdo
de recursos para 0s nos trabalhadores do Hadoop, Spark e Presto. Para cada n6 Worker
(Spark e Presto) e Node Manager (Hadoop), foram alocados 2 nucleos de CPU e 3 GB
de RAM. Em SQL Server foi configurado com 6 nucleos de CPU e 9 GB (9216 MB) de
RAM.

Para estabelecer as configuracfes necesséarias para o Hadoop, Hive, Spark e Presto foi
preciso editar um conjunto de ficheiros de configuracdo. JA& SQL Server foi nos
apresentado uma configuracdo mais simples.

4.1.1.1 Configuracao do Hadoop

O Hadoop disponibiliza ao utilizador 4 ficheiros de formato XML ([20] [87]) para
configurar todo o agrupamento:

e core-site.xml: configuracdes relativas ao nicleo do Hadoop;

e hdfs-site.xml: configuragdes relativas ao sistema distribuido de ficheiros, HDFS.
Configuracdes do Namenode e dos Datanodes;

e mapred-site.xml: configuragdes relativas ao MapReduce;

e yarn-site.xml: configuracdo dos Resource Manager e Node Manager.

Ambos os ficheiros de configuracdo sdo compostos por um vasto numero de variaveis
para montar um sistema Hadoop. Muitas delas contém valores ja pré-definidos. A
configuracdo desses ficheiros foi um processo demorado e de tentativa e erro.

Em Docker, foi necessario elaborar um ficheiro hadoop.env (ver anexo 8.2) e referenciar
como variaveis de ambiente do container, com a seguinte template [88]:
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e CORE_CONF _[propriedade]: corresponde configuracdo de uma propriedade
para o core-site.xml;

e HDFS_CONF_|[propriedade]: corresponde configuracdo de uma propriedade
para o hdfs-site.xml;

e YARN _[propriedade]: corresponde configuracdo de uma propriedade para o
yarn-site.xml;

e MAPRED_CONF_[propriedade]: corresponde configuracdo de uma propriedade
para o mapred-site.xml.

CORE e t namenode : 2860
HDFS_CONF_

YARN_COI r eduler_minimum__ allocation__ mb=512
MAPRED_CONF_mapreduce_map_java_opts= —)tirnx;TiBSni

Figura 27. Extrato do ficheiro hadoop.env

A configuracdo dos recursos no ficheiro mapred-site.xml e de yarn-site.xml podem ser
consultados nos anexos 8.2.1 e 8.2.2 correspondentemente.

Com a configuracdo do ecossistema Hadoop concluida, foi verificado se o sistema era
capaz de detetar todos os Datanodes e os NodeManagers. Ao aceder pelo browser pelo
endereco localhost:9870, obteve-se informacao sobre o estado nos Datanodes disponiveis
no HDFS. Na Figura 28 confirmou-se que foram detetados os 3 Datanodes (Datanodel,
Datanode2 e Datanode3) para 0 HDFS. Além de se verificar se estdo em servico, também
inclui informac6es adicionais, como a capacidade, quantidade de blocos existentes, etc.

O D localhost9870/dfshealth.htm#tab-datanode

Datanode Information

¥ Inservice @ Down @ D ing D ed O D & dead
/# Entering Maintenance In Maintenance 4 In Maintenance & dead
Datanode usage histogram
o By 40 EY P %0 %
Disk usaqe of each DataNode (%)
In operation
Show 25 v entiies Search
Block
Last Last Block pool
Node Hitp Address contact Report Capacity Blocks used Version
 datanode1:9866 hitp:/idatanode 19864 25 3m ss1sce (N 2251 3067 GB 321
(10.5.0.4:9866) (3.29%)
 datanode2 9866 hitp:iid os 3m 93158 (N 3328 3237 6B 321
(10.5.0.5:9866) (3.48%)
 datanode3:9866 0de3:9864 25 4m 93156 (N 2075 3337 6B 321
(10.5.0.6:9866) (358%)
Showing 1to 3 of 3 entries Previous Next

Figura 28. Dashboard do Sistema de Ficheiros do Hadoop (HDFS)
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Na Figura 29, podemos confirmar que todos os Node Manager do YARN foram criados
com sucesso, e também foi possivel afirmar que cada um inclui 3GB de memoria e 2
cores de CPU (4 vCores).

QO D locainosta0a

I Modes  Tools a5 UNKNOWN_USER

Node Label Node State {  Node ¢ Node HTTP Agdress ¢ Ccontainers § MemuUsed ¢ MemaAvailable : VCoresUsed § VCoresAvailablel LastHealth Update

@ detaut -
° [l

LS

Hoge State

AUNNING [

Clear

Figura 29. Dashboard do YARN

4.1.1.2 Configuracdo do Hive e Tez

A semelhanca do Hadoop, o Hive necessitou de ser configurado pelo ficheiro Hive-
site.xml. Como o Hadoop, para configurar foi preciso criar um ficheiro hadoop-hive.env,
com o seguinte template [89]: HIVE_SITE_CONF _[propriedade].

Para o Hive utilizar o Tez como engine de execucao foi necessario [90]:

Descarregar o ficheiro Tez.x.y.z.tar.gz;

Copiar o ficheiro para o HDFS;

Criar ficheiro de configuragdo Tez-site.xml;

Referenciar o ficheiro em hadoop-env.sh: TEZ CONF_DIR=[diretorio]/tez-
site.xml;

5. Em Hive aplicar este comando [91]: set hive.execution.engine=tez.

Pwbhe

Apbs a configuracdo foi criado uma query simples para testar se Hive utilizou o Tez. Na
figura seguinte, através da Dashboard do YARN, confirmou-se que Tez estava a
funcionar.

Application ID %+ |application Type | | Application Name | User 7 state Y Queue % Progress 7 start Time 7 CElapsedTme & Finished Time

application_1 TEZ HIVE-8741335-0. root @ Running default @ 2022/08/24 21:3. 475 872ms NA

TEZ HIVE-c6d90ect-. root ® Finished default 100% 2022/05/31 21:3. 10D 17h 4m 20s. 2022/06/11 14:4

Figura 30. Confirmacéao da execucéo do Hive pelo Tez

4.1.1.3 Configuracdo do Spark

Com a implementacdo de um agrupamento em Standalone, o processo de configuragédo
de Spark foi mais simples face ao Hadoop. Para a sua configuracdo, foi necessario editar
um conjunto de variaveis no ficheiro spark-env.sh [92]. As propriedades configuradas
podem ser vistas no anexo 8.4.

Abrindo a interface Web do Spark (Figura 31), podemos confirmar que foi criado com
sucesso 0 nO mestre e 0s 3 nos trabalhadores do nosso agrupamento. Pela figura,
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confirmou-se que cada no trabalhador dispde de 2 cores de CPU e 3GB de memdria (ao
todo 9GB de memoria).

= Workers (3)
Worker Id State Cores

ALVE

ALIVE

AUVE

~ Running Applications (0)

Application ID Name Cores Memary per Executor Resources Per Executor Submitted Time User State Duration

- Completed Applications (0)

Application 1D Name. Cores Memory per Executor Resources Per Executor Submitted Time User State Duration

Figura 31. Dashboard Spark

Para o Spark obter o acesso as tabelas do Hive e ao HDFS, foi preciso importar os
seguintes ficheiros de configuracao [93]:

e hive-site.xml;
e core-site.xml;
e hdfs-site.xml;

4.1.1.4 Configuracgdo do Presto

A semelhanca da configurago anterior, configuragio do Presto também foi simples. Para
tal, foi necessario fazer alteracdes ao ficheiro config.properties [94]. Essas configuracfes
podem ser consultadas no anexo 8.5. Na imagem abaixo demostra que foram detetados 3
workers na arquitetura do Presto.

i CLUSTER OVERVIEW 0.222-EF440B8  PRODUCTION  4.84m

RUNNING QUERIES ACTIVE WORKERS ROWS/SEC

0 3 - 0.00

QUEUED QUERIES RUNNABLE DRIVERS BYTES/SEC

0 - 0.00 0

BLOCKED QUERIES RESERVED MEMORY (B) WORKER PARALLELISM

0 | - 0.00 _

QUERY DETAILS

No queries

Figura 32. Dashboard Presto
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Para 0 acesso as tabelas do Hive, foi criado o ficheiro hive.properties e copiado para
dentro do container as seguintes configuragdes [95]:

Tabela 4. Variaveis de configuracdo do Presto

Variaveis: Valor: Definicéo

Conector.name Hive-Hadoop2 Nome do conector

Hive.metastore.uri Thrift://hive-metastore:9083 | URI  onde  estdo
armazenados 0S
metadados do Hive

Para testar se a configuragdo do Hive para o Presto como esperado foi descarregado um
programa em Java (.jar), que disponibiliza ao utilizador uma interface de linha de
comandos (CLI) para executar as queries pelo Presto.

Para aceder a interface, é necessario ter o Java instalado no dispositivo, abrir o terminal
e inserir esta linha de comando [96]:

e java -jar ./Presto.jar --Server localhost:8080 --catalog Hive;

Ap0s 0 acesso, verificou-se que se detetam os esquemas existentes no Hive utilizando o
comando Show Schemas. A figura abaixo aborda exemplo de sucesso na detecdo dos
esquemas existentes em Hive:

B2 windows PowerShell X +

PS Q:\docker-hadoop-spark> java ./presto.jar localhost:80880 hive

presto> show schemas;

ERROR: failed to open pager: Cannot run program "less": CreateProcess error=2, 0 sistema n0o conseguiu localizar o fiche
iro especificado

default
information_schema
(2 rows)

Query 20220808_203019_600816_3cfv7, FINISHED, 4 nodes
Splits: 53 total, 53 done (188,088%)
0:00 [2 rows, 35B] [6 rows/s, 116B/s]

presto>

Figura 33. Verificagdo com sucesso do Hive e Presto.

4.1.1.5 SQL Server

Por fim, elaborou-se um container com SQL Server. Para configurar a quantidade de
nucleos de CPU e de memdria bastou ir ao software Microsoft SQL Server Management
Studio, ir as propriedades da base de dados e configurar como esta indicado na imagem
abaixo:
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B Server Properties

| Selecta page
{ # Generdl

4.1.2

s - localhost, 1444 - o x

B Server Properties - localhost, 1444 - o X

LT Seipt ~ @ Help LT Scipt + @ Help
Enable processors

Automaticaly set proces:
Automaticaly set 1/0 affinty mask for all processors

Server memory options

sor affinky mask for al processors

Processor Processor Afinity
= ALL

/0 Afinity Minimum server memor ry in MB):

Maximum server memory {n MB):

cPuUQ

cPuUl
CPU2
cPu3
cPus
cPUS

Other memory options
Index creation memory {n KB, 0 = dynamic memory):
0

Minimum memory per query fn KB

Server

Threads sqlserverdw 02 =
Maximum worker threads

0

© Configured values () Running values © Configured values ) Running values

Figura 34. CPU e memoria para SQL Server

Elaboracéo de processos de integracdo dos dados (ETL)

Como foi referido, na fase de ETL foi necessario corrigir incoeréncias e providenciar
integracdes dos dados, melhorando qualidade para fins analiticos. Antes da fase do ETL,
os Datasets foram preparados de seguinte modo:

Selecionado, na origem, as colunas Uteis para este estudo;

Agrupar o Dataset pelo ano civil (2015 até 2019);

Importado os Datasets para o SQL Server e para 0o HDFS em CSV;

Importado os ficheiros disponibilizados pelo Google Transit para o SQL Server e
HDFS;

Importado dos dados referentes a valores temporais (datas, tempo);

Importado dos dados relativas as tarifas praticadas pela companhia;

Em Hadoop, foi registado os ficheiros CSV em tabelas do Hive e convertidos em
ficheiros de formato ORC.

Na tabela abaixo apresenta um conjunto de Datasets agrupados pelo periodo de ano civil.

Tabela 5. Datasets criados

Nome do Dataset Anos Civis N.° de linhas
A 2015 18 190 219
B 2015 até 2016 35912 880
C 2015 até 2017 53 293 745
D 2015 até 2018 70 319 028
E 2015 até 2019 85 381 030

A conversdo dos dados de CSV para ORC foi necessario, gracas a capacidade de
compressdo no armazenamento. Torna-se benéfico na aplicagdo de grandes quantidades
dados em economizar espago disponivel [39].

Os registos obtidos nos sistemas de bilheteira dos autocarros da Horarios do Funchal
apresentavam problemas que podem ter sido ocorridos por falhas humanas, ou por falhas
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do sistema. Apds uma andlise da existéncia de registos incompletos, foi imposto um
conjunto de diretrizes:

e Remogdo de registos caso houvesse valores em falta sobre as paragens e
carreiras;

e Substituir os valores em falta das tarifas pelo titulo do bilhete ou passe;

e Remocdo de validac6es duplicadas;

Além da aplicacdo dessas diretrizes, também foi criado um conjunto de transformacdes
que ajudam a responder as perguntas de negdcio propostas. Para indicar que existe
transferéncia de um autocarro para outro, se verificou se a diferenca de tempo entre duas
validacGes € menos de 45 minutos. Caso se verifique, € guardado a carreira e a paragem
que foi feito. Em ambas as situacdes, é guardada a diferenca de tempo (em minutos e em
horas) entre duas validacBes pelo mesmo cliente. Na Figura 35 é apresentado um
fluxograma do processo de ETL feito:

Inicio

J

Aquisico dos dados
da HF

l

Processo g limpeza

i

ntegrar os dados
com as Tabelas de
Dimensdo

l

Ordenar pelo numero
de carldo e datahora

Nio
4—————— Hi mais registos? - ————————————————

l sim

Recebe um novo
registo (R, )

l

Numero do cartdo & o mesma.
doregisto antenor?

i sm
Nao

R;- Ry.1 < 45 (minutos) —

-

Transhipment = 1
Guardar rota de R,
Guardar paragem de R_,

Recolher os tempos
de execucdo

Nao Guarda
———» lemporariamente o
registo ( R,y

Guardar diferanca de
tempo em minutos

Figura 35. Diagrama de fluxo do processo de ETL.

Apbs a fase de tratamento, estes foram integrados para o modelo dimensional proposto.
Esse modelo foi representado por um esquema em estrela. Esse esquema foi composto
por uma tabela central de factos e por cinco tabelas de dimenséo.
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As tabelas de dimensdo foram:

DimRoute: rotas disponiveis pela companhia. Contém atributos como o numero
da Carreira e 0 nome do percurso;

DimTicket: corresponde aos bilhetes que a companhia dispde a venda ao publico.
Contém informacéo como o tipo do titulo e ao tipo de cliente se destina;
DimDate e DimTime: referem-se as dimensdes de data e de tempo;

DimStop: informacdo das paragens disponiveis pela cidade do Funchal e noutras
localidades interurbanas.

A tabela de factos do modelo em estrela chama-se FactValidations. Além de conter
atributos referentes as tabelas de dimensdo, também continha alguns atributos para dar
resposta as perguntas de negacio:

Transhipment: valor 1 se a validacao foi feita em menos de 45 minutos da anterior,
0 caso contrario;

RouteKeyTranshipment: o valor caso o atributo Transhipment é 1, € inserido a
chave da carreira anterior;

StopKeyTranshipment: caso o atributo Transhipment é 1, é inserido a chave da
paragem anterior.

DiffMin: correspondia a diferenca de minutos entre duas validacdes adjacentes
feitas pelo utilizador;

DiffHour: correspondia a diferenca de minutos entre duas validacGes adjacentes
feitas pelo utilizador;

SentidoPerc: corresponde ao sentido em que o0 autocarro percorria.

DimDate

PK | DateKey

Date
Day

‘WeekDayName
Month

MonthName

Quarter
QuarterName

Year

DimTicket

PK | TicketKey

Codigo
TipoTarifa

Tarifa

DimRoute

PK | RouteKey

Routeld

Name

Factvalidations.

N

DateKey

TimeKey

StopKey

RouteKey

TicketKey
RouteKeyTranshipment
StopKeyTranshipment
SentidoPrec
Transhipment

DifiMin
DiffHour

DimTime

TimeKey

TimeAltKey

;‘\MF‘K

HourOfDay
TimeString
‘SecondOMinute

MinuteOfHour

DimStop

StopKey

Stopld

Figura 36. Modelo de dados final.

Code

Name

As seccOes seguintes correspondem a aplicagdo desses processos de extragdo,
transformacéo/integracdo e carregamento dos dados (ETL) para o modelo dimensional

acima.
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4.1.3 ETL pelo PySpark

Para aplicacéo do processo de ETL foi criado um script em Python. Esse script inclui a
biblioteca PySpark, sendo capaz de elaborar operagdes ETL pelo Spark SQL em tabelas
do Hive e no HDFS e processar nos nds do agrupamento do Spark. A cada nd escravo foi
atribuido 2 nucleos de CPU e 3 GB de memoria. Fazendo num total de 6 nlcleos de CPU
e de 9 GB de memoria pelo agrupamento. O script e 0 comando de execucdo do estdo
disponiveis a partir do anexo 8.6.

O comando de execucéo do script foi composto pelas seguintes opcdes:

e --master: 0 URL do né mestre do agrupamento;
o spark://spark-master:7077
e --executor-cores: nimero de nlcleos de CPU para cada executador;
o 2
e --executor-memory: memoria para cada executador;
o 3G (3GB)
e --conf: inclusdo de configuracdes adicionais, para fins de performance;
o spark.sgl.adaptive.enabled=true: habilitar o Adaptive Query Execution
(AQE);
o spark.sgl.adaptive.skewJoin.enabled=true: habilitar a redugdo da
distorcdo dos dados durante as suas agregacoes.
e pyspark_etl.py: script ETL.

L/

;“—\—p Metastore doc ker

1. Pedido de ETL

............. ¥ e
4 : TR
| i ' )
Sp orK SparkMaster J & R T %ﬁﬁ: -@
N Meladados
'
'

‘ ﬁ Spark-worker

{;?m;:._}‘ NameNode

DataNode DataNode DataNode

< v

Figura 37. ETL pelo Spark, esquema baseado por [97]

A utilizacdo da interface Web tornou-se fundamental no processo de desenvolvimento do
script, gragas a monitorizacdo de tarefas e a representacéo gréfica do DAG na geracédo do
fluxo de dados. Na figura abaixo, encontra-se uma visualizacéo grafica do DAG gerado
pelo Spark, numa das fases da execucdo:
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HadoopRDD [24
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Figura 38.Exemplo do DAG gerado para o ETL.

4.1.4 ETL em SSIS.

Para desenvolver esta solucdo, foi necessario instalar o Visual Studio e foi incluido o
pacote dedicado ao tratamento de dados. A utilizacdo de uma interface grafica
disponibilizada pelo SSIS facilitou no desenvolvimento do fluxo de dados nas operacdes
de ordenacdo (Sort) e na integracdo com as tabelas de dimenséo, por Merge Join. Todavia,
foi necessario desenvolver um script em C# para fazer a verificacdo da existéncia de
transferéncias pelo cliente. Na figura seguinte representa, graficamente, a composi¢éo do
fluxo de dados final:

49



B>+ buswalidabons

Tsm

E> omsop

L1 o2

+$ Merge Join 2

T sots

! I Componente Script 1

Figura 39. Esquema ETL grafico pelo SSIS

Para o deploy desta solucdo, foi requerido que o SQL Server esteja configurado e com
servigos instalados para guardar e processar pacote SSIS. Infelizmente, a imagem oficial
disponibilizada para o Docker utilizada neste trabalho ndo inclui esses servigos. Apds
varias tentativas falhadas, a alternativa encontrada para este problema foi utilizar um
computador com o SQL Server instalado e com SSIS configurado. O computador utilizado
para o deploy dos pacotes SSIS foi um portatil com as seguintes caracteristicas:

e Processador: Intel 17-6500U 2.5GHz;
e Memoria: 16GB;
e Comunicacao entre os dois computadores € por Ethernet 1GB;

O computador recebia os pacotes de ETL criados, executava-os, importava de volta ao
container SQL Server hospedado noutra maquina. Aplicava as transformacdes e carregava
de volta para o container, para 0 modelo dimensional.
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Figura 40. Processo de ETL usando SSIS.

4.1.5 Criacdo e execuc¢do dos indicadores de negécio

Nesta fase foi aplicado um conjunto de queries que correspondem as perguntas de
negdcios anteriormente referidas. Foi desativado, durante a execugdo e recolha dos
resultados temporais, qualquer tipo de armazenamento de cache que influencia
diretamente no desempenho da resposta. As tecnologias usadas para execugdo dessas
queries foram:

e Hive (Tez configurado);

e Spark (Spark SQL, com Adaptive Query Execution ativado);
e Presto;

e SQL Server.

Foram aplicadas conjunto de 4 queries em SQL para responder, correspondentemente, as
perguntas de negdcio. A elaboracdo das queries foram feitas de seguinte forma:

4.1.5.1.1 Indicador de negocio 1(Q1):

Foi adquirido a contagem de todos os registos da tabela de factos, o0 nome da rota e os
quadrimestres no SELECT. Foi aplicado INNER JOIN as tabelas de dimensdo
referenciadas as Datas e as Rotas.

SELECT COUNT(1), rota.route_name, d.quarter, d.quartername

FROM fact_table AS fact
INNER JOIN dimroute_ORC rota ON fact.routekey = routa.routekey
INNER JOIN dimdate_ORC d ON fact.datekey = d.datekey

GROUP BY d.quarter, d.quartername, routa.route_name;

4.1.5.1.2 Indicador de negodcio 2 (Q2):

No SELECT foi usado o atributo referente a hora da tabela de dimensdo do tempo como
medida. Foi usado a funcdo SUM() para somar todos os transhipments (transferéncias).
Além disso, incluiu a operacdo AVG() para obter a média de tempos entre as
transferéncias. O ROUND() correspondeu ao arredondamento das médias as unidades.
Todos os registos da tabela de factos foram filtrados quando o valor transhipment foi de
valor 1, onde ocorreu de transferéncia.
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SELECT tempo.hourofday AS hora,
SUM(fact.transhipment) AS total_de_transferencias,
ROUND(avg(fact.diffmin), 0) media_de_tempo_de_transferencia
FROM fact_table AS fact
INNER JOIN dimtime_ORC tempo on fact.timekey = tempo.timekey
WHERE fact.transhipment = 1
GROUP BY tempo.hourofday;

4.1.5.1.3 Indicador de negécio 3 (Q3):
Para obter a resposta a pergunta de negocio foi necessario recorrer a duas subqueries:

¢ Na primeira subquery tinha a finalidade de obter o total das validacdes todas por
cada hora do dia, no primeiro e terceiro quadrimestre;

¢ Nasegunda subquery, além de conter o resultado de validagdes totais de cada hora
(adquirido na primeira subquery), também obteve a quantidade de validagdes
feitas na mesma hora para cada tipo de tarifa. E aplicado operacdes de INNER
JOIN em 3 tabelas de dimensé&o e na primeira subquery.

Com os resultados obtidos nas subqueries, na operacdo SELECT foi selecionada a tarifa,
a hora e a divisdo entre as validacdes por tarifa para obter a percentagem.

SELECT final.tarifa, final.hora_tempo, final.contagem_per_tarifa / final.contagem_total

FROM (SELECT count(1) AS contagem_per_tarifa, do.tarifa, tempo_1.hourofday AS hora_tempo,
total.contagem_total

FROM fact_table AS fact
INNER JOIN dimtime_ORC tempo_1 ON fact.timekey = tempo_1.timekey
INNER JOIN dimdate_ ORC d ON fact.datekey = d.datekey and (d.quarter = 1 OR d.quarter = 3)
INNER JOIN dimticket ORC do ON fact.ticketkey = do.ticketkey
INNER JOIN (SELECT count(1) AS contagem_total, tempo_1.hourofday hora
FROM fact_table AS fact_1
INNER JOIN dimdate_ ORC ON dimdate_ORC.datekey = fact_1.datekey AND
(dimdate_ORC.quarter = 1 OR dimdate_ORC.quarter = 3)
INNER JOIN dimtime_ORC tempo_1 ON fact_1.timekey = tempo_1.timekey
GROUP BY tempo_1.hourofday) as total ON total.hora = tempo_1.hourofday

GROUP BY do.tarifa, tempo_1.hourofday, total.contagem_total) final;

4.1.5.1.4 Indicador de negocio 4 (Q4):

Na declaragdo SELECT, além de conter a tarifa, também incluiu um conjunto de
operacOes de soma. Dentro dessas operagdes contém operacdo CASE WHEN resultando
1 ou 0 se corresponde aos parametros propostos. Os motivos utilizados para esta query
séo Estudar, Trabalho ou Outro.

e Os critérios para o motivo for “Estudar”:
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o A tarifa tem de ser de estudante ou de crianca;
o A diferenca de tempo entre os dois pontos tem de ser entre 2 horas (120
minutos) e 6 horas (360 minutos);
e Critérios para o motivo “Trabalho”:
o A tarifatem de ser tipo Normal,
o A diferenca de tempo entre os dois pontos tem de ser entre 2 horas (120
minutos) e 7 horas (420 minutos);
e C(Critérios para motivo “Outro’:
o Quando o registo ndo existe diferenca de tempo;
o Quando a diferenca de tempo é inferior a 2 horas e superior a 7 horas;
o Quando a tarifa é tipo Idoso ou Reformado.

SELECT dimticket_ORC. tarifa,
SUM (CASE
WHEN (fact.diffmin >= 120 AND fact.diffmin <= 360) AND
dimticket ORC.tarifa = 'Estudante' THEN 1
WHEN (fact.diffmin >= 120 AND fact.diffmin <= 360) AND
dimticket_ ORC.tarifa = 'Crianca’ THEN 1
ELSEO
END) AS Estudar,
SUM (CASE
WHEN (fact.diffmin >= 120 AND fact.diffmin < 420) AND
dimticket ORC.tarifa = 'Normal' THEN 1
ELSEO
END) AS trabalho,
SUM (CASE
WHEN (fact.diffmin <= 120 or fact.diffmin >= 420) THEN 1
WHEN dimticket_ORC.tarifa = 'ldoso’ or dimticket_ ORC.tarifa = 'Reformado’ THEN 1
WHEN fact.diffmin is null THEN 1
ELSEO
END) AS outro_motivo
from fact_table AS fact,
dimticket ORC
where fact.ticketkey = dimticket_ ORC.ticketkey

group by dimticket_ORC.tarifa;
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5 Awvaliacdo

Com o desenvolvimento do projeto feito e com a recolha dos valores de desempenho,
neste capitulo é efetuada uma avaliagdo comparativa dos resultados obtidos, desde as
capacidades de armazenamento, o desempenho na introducdo dos processos ETL para a
limpeza e integracdo dos dados para 0 modelo dimensional final, até ao desempenho na
execucdo das queries relativas aos indicadores de negocio na area dos transportes
publicos.

5.1 Capacidade de armazenamento.

Como ja foi referido, os ficheiros ORC ajudam, em maior parte dos casos, na obtengédo
de melhores resultados de desempenho, em comparacdo com a utilizagéo de ficheiros tipo
texto, facilitando a andlise de dados [39]. O grafico abaixo refere-se a comparagdo da
capacidade de armazenamento utilizado, por ORC e SQL Server, consoante ao aumento
progressivo do volume de dados antes de aplicar ETL:
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Figura 41. Comparacéo grafica da capacidade de armazenamento antes do ETL

No gréfico verificou-se que a utilizacdo dos ficheiros ORC reverteu para uma poupanca
de armazenamento perto dos 82%, face ao SQL Server. Com isso, reverteu para uma
maior economia de espaco, levando ao utilizador a ndo se preocupar com o volume de
dados a ser consumido.

Tabela 6. Diferenca de capacidade antes do ETL entre ORC e SQL Server

Dataset ORC (MB) SQL Server (MB) Diferenca (%)
A 307,09 1677,13 81,69
B 610,30 3309,70 81,56
C 911,30 4921,95 81,48
D 1182,00 6507,52 81,84
E 1441,90 7891,02 81,73
Média 81,66
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Apbs a aplicacdo dos processos ETL e da integracdo dos dados ao modelo dimensional
proposto, verificou-se que existiu uma maior reducdo de armazenamento pelo SQL

Server, em média, nos 41% face ao ORC, perto de 17%.

Tabela 7. Diferenca de capacidade entre antes e apds ETL

Dataset Diferenca em ORC (%) Diferenca em SQL Server (%)
A 17,72 42,01
B 18,08 42,09
C 16,90 41,31
D 14,78 41,03
E 16,19 40,28
Média 16,73 41,34

Isso revelou que, a utilizacdo de modelos dimensionais para as bases de dados
Relacionais, como o SQL Server, em termos de armazenamento, tem um impacto maior
em comparacdo ao ORC. E notada pouca diferenca em ORC devido a utilizacdo de

algoritmos de compresséo.
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Figura 42. Comparacéo gréafica da capacidade de armazenamento ap6s o ETL.
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5.2 Comparacdo temporal do processo ETL

Aplicando o processo de ETL para integrar os dados e carregar os dados no modelo
dimensional, obtiveram-se diferencas notdrias do tempo de execucdo entre as duas

tecnologias.
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Desempenho do ETL
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Figura 43. Comparacéo grafica entre os tempos de desempenho entre Spark e SSIS.

A capacidade de computacdo em paralelo entre os nds do agrupamento pelo Spark e
juntamente com a representacdo em tabelas através do Hive em ficheiros ORC ajudaram
a processar grandes volumes de dados em tempos mais reduzidos face a utilizacdo do
SSIS. Como base nos resultados apresentados na Tabela 8 a percentagem média de
diferenca entre os tempos de desempenho de ambas tecnologias foi de 86,80%.

Tabela 8. Diferenca temporal entre Spark e SSIS

Dataset Spark (HH:mm:ss) SQL Server (HH:mm:ss) Diferenca (%)
A 00:00:51 00:05:02 83,11
B 00:01:25 00:10:31 86,52
C 00:01:54 00:16:07 88,21
D 00:02:36 00:21:11 87,72
E 00:03:00 00:25:44 88,34
Meédia 86,80

Uma das razdes que esta a contribuiu para o0 maior tempo de processamento por parte do
SSIS face ao Spark, foi a necessidade de, em cada operacdo de Merge Join entre dois
fluxos de dados, a obrigatoriedade de adicionar operacdo de Sort previamente.

Ao incluir, o fluxo de dados ficara bloqueado até ambas as ordenacdes fiqguem completas
[98]. Mesmo que o processo ETL esteja hospedado num computador com maior
quantidade de memdria em comparacao ao agrupamento do Spark, ndo ajuda na reducédo
do aumento do tempo do processo por parte do SSIS.
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Figura 44. Exemplo durante a execucdo operacao Join

Com os processos executados, na Tabela 9 mostra a diferenca da quantidade de dados
antes e ap0s o ETL, resultando numa diferenca media de -23,39% do volume inicial.

Tabela 9. Diferenca do nimero de dados ap6s ETL

Dataset N.° “rl]zhﬁlf antes N.° Ilrllzr_lraf apos Diferenca (%)
A 18190219 13764140 -24,33
B 35912880 27123711 -24,47
C 53293745 40851731 -23,34
D 70319028 54232096 -22,87
E 85381030 66558207 -22,04
Média - 23,39

5.3 Comparacédo dos dados temporais de desempenho.

Nesta seccdo, pretende-se uma avaliagdo comparativa dos resultados temporais
recolhidos durante o processo de execuc¢do das queries ao longo do aumento do volume
de dados. Com a execucao das queries referentes aos indicadores de negdcio na area dos
transportes publicos propostos obtiveram-se resultados interessantes em todos os sistemas

testados.

Numa primeira vista, o Hive foi mais lento em comparacdo as outras tecnologias em
estudo. Em Q1 e Q3, o Hive obteve grandes diferencas de tempo de execugcdo em
comparacdo aos outros, chegando a tempos superiores de 1 minuto e 2 minutos de
execucdo, respetivamente. Um dos motivos deveu-se ao facto de que Q1 e Q3, contém
varias operagdes de INNER JOIN. Com base no estudo de Carlos Costa et al. [99], o
desempenho do Hive degradou-se consoante a quantidade de operacdes de JOINS..
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Figura 46. Resultados temporais em Q2

O SQL Server foi o préximo a ter pouco desempenho com o aumento do volume, mas em
lotes iniciais obteve resultados muito melhores. Até em situacfes em que 0 Seu
desempenho foi superior ao Presto (em Q1) e ao Spark (em Q3), que utilizam
intensivamente CPU e memoria.

A partir do segundo lote de volume de dados, comecou a notar-se uma degradacéo de
desempenho em todas as queries de negdcio, retornando no final, indicadores temporais
pouco praticos para uso normal do utilizador. Sendo que, a maior de desempenho foi em
Q2 e Q4, acabando por ter valores temporais superiores e semelhantes ao Hive. As
operagBes utilizadas em Q2 e Q4 (SUM(), ROUND(), AVG() e CASE()), podera ter
impacto direto de uma maior degradacdo de desempenho para SQL Server, em
comparacdo a Q1 e Q3.
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Figura 48. Resultados temporais em Q4

O Presto e 0 Spark provaram ser boas escolhas ao nivel de desempenho, consoante ao
aumento do volume de dados, sendo o Spark o mais vantajoso. Em ambos os casos, as
suas variacOes de tempo de execucdo entre Datasets ndo foram grandes comparando ao
SQL Server e 0 Hive, com a exce¢do no Presto no Dataset C em Q3. Durante a execucgéo
do Q3, o Presto teve dificuldades em obter resultados a partir do Dataset C, sendo
necessario reiniciar todos os nGs que pertencem ao seu agrupamento e repetir a execugao
da query. Algumas falhas na configuracdo dos recursos disponibilizados podem ser a
causa das constantes falhas.

Utilizando regresséo linear, para aplicar uma previsao do comportamento das tecnologias
consoante o aumento dos dados em todas as queries de negdcio, o SQL Server e o Hive
continuaram com grandes aumentos temporais em comparagao com as outras tecnologias,
tendo em conta que em Q4 SQL Server acabaria por ultrapassar o Hive, o Spark e o Presto
acabardo por manter a sua diferenca de desempenho entre Datasets reduzida.

Aplicando uma diferenca de tempos de execugéo (ver Figura 49) entre o primeiro Dataset
(13 milhdes de validagdes), com o ultimo Dataset (de 66 milhdes), o Hive, na maioria dos
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casos, obteve uma grande diferenca do tempo, com a excecdo em Q2 e Q4 que obteve,
correspondentemente, uma diferenca menor e igual ao SQL Server.

O SQL Server ficou a seguir do Hive com maior diferenca de tempo entre os Datasets,
frisando que as utilizagdes de sistemas de base de dados relacionais poderdo tronarem-se
obsoletas face ao aumento do volume de dados. O Spark e o Presto foram as tecnologias
em que a sua diferenca de tempo é reduzida, sendo que o Spark que obteve a menor
diferenca entre todas as tecnologias testadas. Presto, em Q3 teve a maior diferenca em
comparagao as outras queries, levando a conclusdo de que a utilizacao de subqueries tem
um impacto significativo de desempenho.

Diferenca de tempo de execugdo
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Figura 49. Resultados diferencas temporais.

5.4 Conclusado

Com base nos resultados obtidos durante a fase de desenvolvimento, nesta seccdo foi
retratada a avaliacdo da capacidade de armazenamento e do desempenho das tecnologias
em estudo.

A utilizacdo de ficheiros de formato ORC tornam-se uma mais-valia para empresas que
recolhem grandes quantidades de dados e sem se preocupar com a falta de capacidade de
armazenamento gracas a utilizacdo de algoritmos de compressdo de ficheiros. Ao nivel
da capacidade de volume dos dados armazenados, SQL Server ndo conseguiu acompanhar
ao ORC, obtendo valores acima dos 7GB em comparacdo a 1GB de ORC.

A aplicacdo de processos de ETL € importante para a remocao e integracdo dos dados ao
modelo dimensional final. Em comparagdo aos tempos de desempenho de execucao
desses processos, a utilizagdo do processamento em paralelo da plataforma Spark teve
melhores desempenhos de execucdo, por uma grande margem, em comparacdo a
utilizacdo do SSIS. A utilizacdo de operagdes MERGE JOIN e SORT em SSIS pode ter
comprometido, de forma direta, no seu desempenho dos processos de transformacéo e
integracdo dos dados. Na vertente no armazenamento dos dados, integracdo dos dados
para 0 modelo dimensional teve um contributo significativo na qualidade de
armazenamento por parte do SQL Server, face ao ORC.
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Em comparacéo aos valores de desempenho na execucdo das queries de negdcio, o Spark
e 0 Presto foram as tecnologias que tiveram melhores resultados de desempenho, em
comparacdo ao Hive e ao SQL Server, sendo que, a execugdo dos Spark foi a melhor.

O Hive e SQL Server foram as tecnologias que tiveram a maior degradacdo de
desempenho consoante ao volume de dados. Em volumes iniciais, SQL Server foi capaz
de corresponder a valores temporais de desempenho semelhantes ao Spark e ao Presto,
mas ao longo do aumento gradual do volume, houve uma degradacédo do seu desempenho.
Em ambas as tecnologias, em Datasets finais, retornaram valores temporais pouco
praticos para um uso regular por parte dos utilizadores.

A aplicacdo de uma regressdo linear é um bom complemento para fazer uma previsao de
que como as tecnologias avaliadas se irdo se comportar futuramente, mas nao atendendo
em consideracdo a capacidade dos recursos disponiveis, poder-se-a deduzir em erro esses
resultados. Tecnologias como o Spark e Presto podem ocorrer falhas de execucdo de
queries devido a limitacdo de recursos existentes.
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6 Conclusao

Este projeto teve como objetivo em avaliar o comportamento de um conjunto de
tecnologias em ambiente de Big Data, relativamente aos dados de mobilidade na area dos
transportes pablicos. Apds a recolha de informacdes que foram apresentadas na revisao
de literatura, desenvolveu-se, utilizando o Docker, vérios sistemas de forma a simular um
ambiente real. As tecnologias utilizadas para este estudo foram SQL Server, Hadoop,
Hive, Spark e Presto. Os dados utilizados para este estudo pertencem a companhia de
transporte publico do Funchal, referentes ao registo de estradas dos autocarros por parte
dos clientes.

Para além da recolha dos dados de mobilidade e do desenvolvimento do ambiente de teste
em Big Data, foi necessario desenvolver dois processos de extracdo, tratamento e
carregamento dos dados (ETL), em PySpark e SSIS, para fazer as transformacées e as
integracOes necessarias para serem carregados no modelo dimensional final.

Durante o processo de desenvolvimento, houve um processo demorado nas configuracoes
das plataformas Hadoop, Spark e Presto, mais em concreto na disponibilizacdo dos
recursos que os nés do agrupamento que poderiam utilizar, face ao SQL Server que
apresenta uma interface grafica mais intuitiva.

A avaliacdo foi dividida em trés fases: capacidade de armazenamento, o processo ETL e
0 tempo de execugdo dos indicadores de negdcio. No que se refere a capacidade de
armazenamento, a utilizacdo de ficheiro ORC para 0 armazenamento dos dados iniciais
acarreta vantagens em comparacao ao armazenamento pelo SQL Server. 1sso deve-se ao
resultado na aplicacdo de algoritmos de compressdo dos dados em ORC. A aplicacdo de
processos ETL trouxe grande impacto no armazenamento no SQL Server, mas ndo
conseguiu equiparar aos ORC.

Na fase de comparacdo do ETL, a utilizacdo de uma interface grafica para o
desenvolvimento de pipelines para o tratamento dos dados foi uma grande vantagem em
SSIS, com a excecéo da elaboragdo de um script em C#, aplicacdo dos blocos tornou-se
muito intuitivo e facil. Em comparacdo ao Spark, foi necessario elaborar, de raiz, um
script em Python utilizando a biblioteca PySpark. A nivel de desempenho, aplicacéo de
um sistema distribuido e o processamento em paralelo pelo Spark obtiveram grande
impacto em desempenho do tratamento e integracdo dos dados, em comparagéo ao SSIS.
Em situagdes em que o volume se torna cada vez maior e a necessidade da velocidade de
processamento é cada vez maior, Spark torna-se uma boa alternativa na aplicagéo de ETL.

Relativamente a comparagédo dos tempos de execucéo dos indicadores de negdcio criados,
Hive e SQL Server foram os que obtiveram valores temporais pouco praticos. A utilizagdo
de operagdes de Join tem um impacto de degradacdo de desempenho para o Hive, ja a
utilizacdo de operagcdes SUM(), AVG(), ROUND() e CASE() tem impactos para o
desempenho de SQL Server. De todos, o sistema Spark provou que consegue manter 0s
tempos de execucdo em valores mais aceitaveis. A aplicagdo de uma regressao linear
tornou-se (til para a previsdo do comportamento das tecnologias em estudo, face ao
aumento da quantidade de dados. Infelizmente, ndo é possivel dar por garantido, devido
a limitacao de recursos disponiveis para dados futuros.
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Com a elaboracgéo das fases de comparacédo, pode-se concluir que, a melhor abordagem
para este estudo de caso com dados de mobilidade pela companhia Horéarios do Funchal,
consiste em armazenar os dados no sistema de ficheiros do Hadoop (HDFS) em formato
ORC com a representacdo dos mesmos em tabelas do Hive e por ultimo utilizar Apache
Spark para desenvolver processos de ETL e executar queries analiticas.

6.1 LimitacGes e trabalho futuro:

Durante o desenvolvimento do trabalho, ocorreram um conjunto de limitagdes:

e Houve um grande consumo de tempo para a preparagéo durante a configuracao e
alocacdo dos recursos, quer no Docker, quer no Hadoop, Spark e Presto;

¢ Na tentativa de elaboracdo em MongoDB, houve um conjunto de falhas desde
conexao, as falhas dos containers durante a importacéo levaram a desisténcia;

e Virias tentativas falhadas na utilizacdo de sistemas OLAP e de Bussiness
Inteligence;

e Na pergunta de negécio Q4 ndo foi incluido, em motivo de Estudo, verificar se as
validacGes ocorrem nos dias uteis;

e Muitas das vezes, durante o processo de execucao do ETL, dos Datasets de maior
volume, através do Spark, o Docker deixava de responder o que resultava em
reiniciar a maquina hospedeira varias vezes;

e Durante a execucdo do indicador de negécio Q3, o Presto deixava de responder,
resultando na necessidade de reiniciar os containers relacionados;

e A base de dados disponibilizada pela companhia Horérios do Funchal é bastante
complexa, resultando de um grande consumo de tempo em analisar e recolher os
dados necessarios para o trabalho.

Para trabalho futuro, seria interessante aplicar esta analise comparativa em ambientes
fisicos de Big Data, com véarias maquinas distribuidas por varios agrupamentos em maior
escala. Seria também de experimentar, nesses ambientes, outros indicadores de negécio
na area dos transportes publicos, Datasets de grandes capacidades e utilizacdo de outros
sistemas na area do Big Data ndo utilizados neste trabalho.
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8 Anexos

8.1 Ficheiro docker-compose.ymi
8.1.1 Containers do Hadoop
8.1.1.1 HDFS

namenode:
image: bde2020/hadoop-namenode:2.0.0-hadoop3.2.1-java8
container_name: namenode
hostname: 'namenode’
restart: always
ports:
- 9870:9870
- 9000:9000
volumes:

- Q:\Hadoop\namenode:/hadoop/dfs/name
Q:\Hadoop\ficheiros:/opt/ficheiros
Q:\docker-hadoop-spark\base\entrypoint.sh:/entrypoint.sh
Q:\docker-hadoop-spark\hosts:/etc/hosts
environment:

- CLUSTER_NAME=test
- CORE_CONF_fs_defaultFS=hdfs://namenode: 9000
env_file:
- ./hadoop.env
networks:
Hadoop:
ipv4 _address: 10.5.0.3

datanodel:
image: bde2020/hadoop-datanode:2.0.0-hadoop3.2.1-java8
container_name: datanodel
hostname: 'datanodel'’
restart: always
volumes:
- Q:\Hadoop\datanodel:/hadoop/dfs/data
- Q:\docker-hadoop-spark\hosts:/etc/hosts
environment:
SERVICE_PRECONDITION: "namenode:9870"
CORE_CONF_fs_defaultFS: hdfs://namenode:9000
ports:
- "9864:9864"
networks:
Hadoop:
ipv4_address: 10.5.0.4

datanode2:
image: bde2020/hadoop-datanode:2.0.0-hadoop3.2.1-java8
container_name: datanode2
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hostname: 'datanode2'’
restart: always
volumes:
- Q:\Hadoop\datanode2:/hadoop/dfs/data
- Q:\docker-hadoop-spark\hosts:/etc/hosts
environment:
SERVICE_PRECONDITION: "namenode:9870"
CORE_CONF_fs_defaultFS: hdfs://namenode:9000
ports:
- "9865:9864"
env_file:
- ./hadoop.env
networks:
Hadoop:
ipv4_address: 10.5.0.5

datanode3:
image: bde2020/hadoop-datanode:2.0.0-hadoop3.2.1-java8
container_name: datanode3
hostname: 'datanode3’
restart: always
volumes:
- Q:\Hadoop\datanode3:/hadoop/dfs/data
- Q:\docker-hadoop-spark\hosts:/etc/hosts
environment:
SERVICE_PRECONDITION: "namenode:9870"
CORE_CONF_fs_defaultFS: hdfs://namenode:9000
ports:
- "9866:9864"
env_file:
- ./hadoop.env
networks:
Hadoop:
ipv4 address: 10.5.0.6

8.1.1.2 YARN

resourcemanager:
image: resourcemanager
container_name: resourcemanager
hostname: 'resourcemanager'
restart: always
volumes:
- Q:\docker-hadoop-spark\apache-tez-0.9.2-bin:/opt/tez
- Q:\docker-hadoop-spark\hosts:/etc/hosts
- Q:\docker-hadoop-spark\spark:/opt/spark
- Q:\docker-hadoop-spark\sqoop-1.4.4.bin__hadoop-2.0.4-
alpha:/opt/sqoop
- Q:\docker-hadoop-spark\pig-0.17.0:/opt/pig
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- Q:\docker-hadoop-spark\tez-site.xml:/opt/hadoop-
3.2.1/etc/hadoop/tez-site.xml
- Q:\docker-hadoop-spark\hadoop-env2.sh:/opt/hadoop-
3.2.1/etc/hadoop/hadoop-env.sh
environment:
SERVICE PRECONDITION: "namenode:9000 namenode:9870 datanodel:9864
datanode2:9864"

env_file:

- ./hadoop.env
ports:

- "8088:8088"

- "10010:10000"

- "4044:4040"
networks:

Hadoop:

ipv4_address: 10.5.0.7

nodemanagerl:
image: bde2020/hadoop-nodemanager:2.0.0-hadoop3.2.1-java8
container_name: nodemanagerl
hostname: 'nodemanagerl’
restart: always
volumes:
- Q:\docker-hadoop-spark\hosts:/etc/hosts
environment:
SERVICE_PRECONDITION: "namenode:9000 namenode:9870 datanodel:9864
resourcemanager:8088"
env_file:
- ./hadoop.env
ports:
- "8042:8042"
networks:
Hadoop:
ipv4 address: 10.5.0.8

nodemanager2:
image: bde2020/hadoop-nodemanager:2.0.0-hadoop3.2.1-java8
container_name: nodemanager2
hostname: 'nodemanager2'’
restart: always
volumes:
- Q:\docker-hadoop-spark\hosts:/etc/hosts
environment:
SERVICE_PRECONDITION: "namenode:9000 namenode:9870 datanode2:9864
resourcemanager:8088"
env_file:
- ./hadoop.env
ports:
- "8043:8042"
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networks:
Hadoop:
ipv4 address: 10.5.0.9

nodemanager3:
image: bde2020/hadoop-nodemanager:2.0.0-hadoop3.2.1-java8
container_name: nodemanager3
hostname: 'nodemanager3’
restart: always
volumes:
- Q:\docker-hadoop-spark\hosts:/etc/hosts
environment:
SERVICE_PRECONDITION: "namenode:9000 namenode:9870 datanode3:9864
resourcemanager:8088"
env_file:
- ./hadoop.env
ports:
- "8044:8042"
networks:
Hadoop:
ipv4_address: 10.5.0.10

8.1.2 Spark

spark-master:
image: sparkmaster
container_name: spark-master
hostname: 'spark-master'
depends_on:
- namenode
- datanodel
- datanode2
ports:
- "8083:8080"
- "7077:7077"
6066 :6066
- 4040:4040
- 10001:10000
environment:
- INIT_DAEMON_STEP=setup_spark
- CORE_CONF_fs_defaultFS=hdfs://namenode: 9000
- PYSPARK_PYTHON=python3
env_file:
- ./hadoop-hive.env
volumes:
- Q:\docker-hadoop-spark\hosts:/etc/hosts
Q:\Hadoop\jsons:/jsons
Q:\docker-hadoop-spark\hive-site.xml:/spark/conf/hive-site.xml
Q:\docker-hadoop-spark\core-site.xml:/spark/conf/core-site.xml
Q:\docker-hadoop-spark\hdfs-site.xml:/spark/conf/hdfs-site.xml
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- Q:\docker-hadoop-spark\spark-cassandra-connector 2.12-
3.1.0.jar:/spark/jars/spark-cassandra-connector_2.12-3.1.0.jar

- Q:\docker-hadoop-spark\spark-measure _2.12-
0.17.jar:/spark/jars/spark-measure_2.12-0.17.jar

networks:
Hadoop:
ipv4_address: 10.5.0.12

spark-worker-1:
image: bde2020/spark-worker:3.1.2-hadoop3.2
container_name: spark-worker-1
hostname: 'spark-worker-1'
volumes:

- Q:\docker-hadoop-spark\hosts:/etc/hosts
Q:\docker-hadoop-spark\hive-site.xml:/spark/conf/hive-site.xml
Q:\docker-hadoop-spark\core-site.xml:/spark/conf/core-site.xml
Q:\docker-hadoop-spark\hdfs-site.xml:/spark/conf/hdfs-site.xml
Q:\docker-hadoop-spark\spark-cassandra-connector_2.12-
3.1.0.jar:/spark/jars/spark-cassandra-connector_2.12-3.1.0.jar

- Q:\docker-hadoop-spark\spark-measure_2.12-
0.17.jar:/spark/jars/spark-measure_2.12-0.17.jar

depends_on:

- spark-master
ports:

- "8081:8081"
env_file:

- ./hadoop-hive.env

environment:

- "SPARK_MODE=worker"
"SPARK_WORKER_MEMORY=3G"
- "SPARK_WORKER_ CORES=2"
- "SPARK_MASTER=spark://spark-master:7077"
CORE_CONF_fs_defaultFS=hdfs://namenode:9000

HIVE_CORE_CONF_javax_jdo_option_ConnectionURL=jdbc:postgresql://hive-
metastore/metastore
networks:
Hadoop:
ipv4_address: 10.5.0.13

spark-worker-2:

image: bde2020/spark-worker:3.1.2-hadoop3.2

container_name: spark-worker-2

hostname: 'spark-worker-2'

volumes:
- Q:\docker-hadoop-spark\hosts:/etc/hosts
- Q:\docker-hadoop-spark\hive-site.xml:/spark/conf/hive-site.xml
- Q:\docker-hadoop-spark\core-site.xml:/spark/conf/core-site.xml



- Q:\docker-hadoop-spark\hdfs-site.xml:/spark/conf/hdfs-site.xml

- Q:\docker-hadoop-spark\spark-cassandra-connector_2.12-
3.1.0.jar:/spark/jars/spark-cassandra-connector-assembly 2.12-3.1.0.jar

- Q:\docker-hadoop-spark\spark-measure 2.12-
0.17.jar:/spark/jars/spark-measure_2.12-0.17.jar

depends_on:

- spark-master

ports:

- "8082:8081"

env_file:

- ./hadoop-hive.env

environment:

- "SPARK_MODE=worker"

- "SPARK_WORKER_MEMORY=3G"

- "SPARK_WORKER_CORES=2"

- "SPARK_MASTER=spark://spark-master:7077"

- CORE_CONF_fs_defaultFS=hdfs://namenode: 9000
HIVE_CORE_CONF_javax_jdo_option_ConnectionURL=jdbc:postgresql://hive-
metastore/metastore

networks:

Hadoop:
ipv4_address: 10.5.0.14
spark-worker-3:

image: bde2020/spark-worker:3.1.2-hadoop3.2

container_name: spark-worker-3

hostname: 'spark-worker-3'

volumes:
Q:\docker-hadoop-spark\hosts:/etc/hosts
Q:\docker-hadoop-spark\hive-site.xml:/spark/conf/hive-site.xml
Q:\docker-hadoop-spark\core-site.xml:/spark/conf/core-site.xml
Q:\docker-hadoop-spark\hdfs-site.xml:/spark/conf/hdfs-site.xml
Q:\docker-hadoop-spark\spark-cassandra-connector_2.12-
3.1.0.jar:/spark/jars/spark-cassandra-connector 2.12-3.1.0.jar

- Q:\docker-hadoop-spark\spark-measure_2.12-
0.17.jar:/spark/jars/spark-measure_2.12-0.17.jar

depends_on:

- spark-master

ports:

- "8084:8081"

env_file:

- ./hadoop-hive.env

environment:

- "SPARK_MODE=worker"

- "SPARK_WORKER_ MEMORY=3G"

- "SPARK_WORKER_CORES=2"

- "SPARK _MASTER=spark://spark-master:7077"

- CORE_CONF_fs_defaultFS=hdfs://namenode: 9000
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HIVE_CORE_CONF_javax_jdo_option_ConnectionURL=jdbc:postgresql://hive-
metastore/metastore
networks:
Hadoop:
ipv4 address: 10.5.0.28

8.1.3 Hive

hive-server:
image: bde2020/hive:2.3.2-postgresql-metastore
container_name: hive-server
hostname: 'hive-server'
depends_on:
- namenode
- datanodel
- datanode2
env_file:
- ./hadoop-hive.env
volumes:
Q:\Hadoop\ficheiros:/opt/ficheiros
Q:\docker-hadoop-spark\hosts:/etc/hosts
Q:\docker-hadoop-spark\apache-tez-0.9.2-bin:/opt/tez
Q:\docker-hadoop-spark\sqoop-1.4.4.bin__hadoop-2.0.4-
alpha:/opt/sqoop
- Q:\docker-hadoop-spark\pig-0.17.0:/opt/pig
- Q:\docker-hadoop-spark\hadoop-env.sh:/opt/hadoop-
2.7.4/etc/hadoop/hadoop-env.sh
- Q:\docker-hadoop-spark\tez-site.xml:/opt/hadoop-
2.7.4/etc/hadoop/tez-site.xml
environment:
HIVE_CORE_CONF_javax_jdo_option_ConnectionURL:
"jdbc:postgresql://hive-metastore/metastore”
SERVICE_PRECONDITION: "hive-metastore:9083"
ports:
- "10000:10000"
- "10002:10002"
networks:
Hadoop:
ipv4_address: 10.5.0.15

hive-metastore:
image: bde2020/hive:2.3.2-postgresql-metastore
container_name: hive-metastore
hostname: 'hive-metastore'
volumes:
- Q:\docker-hadoop-spark\hosts:/etc/hosts
env_file:
- ./hadoop-hive.env



command: /opt/hive/bin/hive --service metastore
environment:
SERVICE PRECONDITION: "namenode:9870 datanodel:9864 datanode2:9864
hive-metastore-postgresql:5432"
ports:

"9083:9083"

networks:
Hadoop:

ipv4 address: 10.5.0.16

hive-metastore-postgresql:
image: bde2020/hive-metastore-postgresql:2.3.0
container_name: hive-metastore-postgresql
hostname: 'hive-metastore-postgresql’
volumes:

postgredata:/var/lib/postgresql/data
Q:\docker-hadoop-spark\hosts:/etc/hosts

restart: always
networks:
Hadoop:

ipv4_address: 10.5.0.17

8.1.4 Presto

coordinator-1:
container_name: coordinator-1
networks:
Hadoop:

ipv4_address: 10.5.0.51

hostname: coordinator-1

restart: always

image: smizy/presto:0.222-alpine
ports:

8080:8080

environment:

PRESTO_DISCOVERY_URI=http://coordinator-1:8080
PRESTO_JVM_MAX_HEAP=4608M
PRESTO_QUERY_MAX_MEMORY=9GB

PRESTO_QUERY_MAX_ MEMORY_PER_NODE=2304MB
PRESTO_QUERY_MAX_ TOTAL_MEMORY_PER_NODE=3456MB
PRESTO_MEMORY_HEAP_HEADROOM_PER_NODE=922MB
TERM=xterm

volumes:

Q:\docker-hadoop-spark\hive.properties:/usr/local/presto-server-

0.222/etc/catalog/hive.properties

Q:\docker-hadoop-spark\cassandra.properties:/usr/local/presto-

server-0.222/etc/catalog/cassandra.properties
command: coordinator

worker-1:
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container_name: worker-1
networks:
Hadoop:

ipv4 address: 10.5.0.52

hostname: worker-1

restart: always

image: smizy/presto:0.222-alpine
depends_on: ["coordinator-1"]
environment:

PRESTO_DISCOVERY_URI=http://coordinator-1:8080
PRESTO_JVM_MAX_HEAP=4608M
PRESTO_QUERY_MAX_MEMORY=9GB
PRESTO_QUERY_MAX_MEMORY_PER_NODE=2304MB
PRESTO_QUERY_MAX_TOTAL_MEMORY_PER_NODE=3456MB
PRESTO_MEMORY_HEAP_HEADROOM_PER_NODE=922MB
TERM=xterm

volumes:

Q:\docker-hadoop-spark\hive.properties:/usr/local/presto-server-

0.222/etc/catalog/hive.properties

Q:\docker-hadoop-spark\cassandra.properties:/usr/local/presto-

server-0.222/etc/catalog/cassandra.properties
command: worker

worker-2:
container_name: worker-2
networks:
Hadoop:

ipv4_address: 10.5.0.53

hostname: worker-2

restart: always

image: smizy/presto:0.222-alpine
depends _on: ["coordinator-1"]
environment:

PRESTO_DISCOVERY_URI=http://coordinator-1:8080
PRESTO_JVM_MAX_HEAP=4608M
PRESTO_QUERY_MAX_MEMORY=9GB
PRESTO_QUERY_MAX_MEMORY_PER_NODE=2304MB
PRESTO_QUERY_MAX_TOTAL_MEMORY_PER_NODE=3456MB
PRESTO_MEMORY_HEAP_HEADROOM_PER_NODE=922MB
TERM=xterm

volumes:

Q:\docker-hadoop-spark\hive.properties:/usr/local/presto-server-

0.222/etc/catalog/hive.properties

Q:\docker-hadoop-spark\cassandra.properties:/usr/local/presto-

server-0.222/etc/catalog/cassandra.properties
command: worker

worker-3:
container_name: worker-3
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networks:
Hadoop:

ipv4 address: 10.5.0.54

hostname: worker-3

restart: always

image: smizy/presto:0.222-alpine
depends_on: ["coordinator-1"]
environment:

PRESTO_DISCOVERY_URI=http://coordinator-1:8080
PRESTO_JVM_MAX_HEAP=4608M

PRESTO_QUERY_MAX_ MEMORY=9GB

PRESTO_QUERY_MAX_ MEMORY_PER_NODE=2304MB
PRESTO_QUERY_MAX_TOTAL_MEMORY_PER_NODE=3456MB
PRESTO_MEMORY_HEAP_HEADROOM_PER_NODE=922MB
TERM=xterm

volumes:

Q:\docker-hadoop-spark\hive.properties:/usr/local/presto-server-

0.222/etc/catalog/hive.properties

Q:\docker-hadoop-spark\cassandra.properties:/usr/local/presto-

server-0.222/etc/catalog/cassandra.properties
command: worker

8.1.5 SQL Server

sqlserverdw:
container_name: sqlserverdw
image: mcr.microsoft.com/mssql/server:2019-latest
hostname: sqlserverdw
ports:

1444:1433

environment:
- "ACCEPT_EULA=Y"

"SA_PASSWORD=Password123"

- "MSSQL_PID=Enterprise"
volumes:

Q:\SQL:/var/opt/mssql

networks:
Hadoop:

ipv4_address: 10.5.0.25

8.1.6 Docker networks and volumes

networks:
Hadoop:
driver: bridge
ipam:
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config:
- subnet: 10.5.0.0/16
gateway: 10.5.0.1

volumes:
postgredata:
pg_data:

8.2 Hadoop.env

CORE_CONF_fs_defaultFS=hdfs://namenode:9000
HDFS_CONF_dfs_webhdfs_enabled=true
YARN_CONF_yarn_scheduler_minimum___allocation__ _mb=512
MAPRED_CONF_mapreduce_map_java_opts=-Xmx205m

CORE_CONF_hadoop_http_staticuser_user=root
CORE_CONF_hadoop_proxyuser_hue_hosts=*
CORE_CONF_hadoop_proxyuser_hue_groups=*
CORE_CONF_io_compression_codecs=org.apache.hadoop.io.compress.SnappyCodec
CORE_CONF_hadoop_http filter_initializers=org.apache.hadoop.security.Http
CrossOriginFilterInitializer
CORE_CONF_hadoop_http cross___ origin_enabled=true
CORE_CONF_hadoop_http_cross___origin_allowed___ origins=*
CORE_CONF_hadoop_http_cross___origin_allowed__ methods=GET,POST,HEAD,DELE
TE,OPTIONS

CORE_CONF_hadoop_http_cross___origin_allowed__ headers=X-Requested-
With,Content-Type,Accept,Origin
CORE_CONF_hadoop_http cross_ origin maxvage=18600
CORE_CONF_org_apache_hadoop_security_ HttpCrossOriginFilterInitializer=had
oop.http.filter.initializers

HDFS_CONF_dfs_webhdfs_enabled=true

HDFS_CONF_dfs_replication=2

HDFS_CONF_dfs_permissions_enabled=false

HDFS_CONF_dfs _namenode datanode registration _ip  hostname  check=false
HDFS_CONF_dfs_datanode socket write timeout=3000000
HDFS_CONF_dfs_socket_timeout=3000000

YARN_CONF_yarn_log_ aggregation___ enable=true
YARN_CONF_yarn_log_server_url=http://historyserver:8188/applicationhistor
y/logs/

YARN_CONF_yarn_resourcemanager_recovery_enabled=true
YARN_CONF_yarn_resourcemanager_store_class=org.apache.hadoop.yarn.server.
resourcemanager.recovery.FileSystemRMStateStore
YARN_CONF_yarn_resourcemanager_scheduler_class=org.apache.hadoop.yarn.YAR
N_CONF_yarn_scheduler capacity root default maximum__ allocation__ mbserv
er.resourcemanager.scheduler.capacity.CapacityScheduler

=3072
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YARN_CONF_yarn_scheduler _minimum__ allocation  mb=512
YARN_CONF_yarn_scheduler_maximum___allocation__ mb=3072
YARN_CONF_yarn_scheduler_capacity_root_default_maximum___allocation__ vco
res=4

YARN_CONF_yarn_resourcemanager_fs_state__ store_uri=/rmstate
YARN_CONF_yarn_resourcemanager_system___metrics___ publisher_enabled=true
YARN_CONF_yarn_resourcemanager_hostname=resourcemanager
YARN_CONF_yarn_resourcemanager_address=resourcemanager:8032
YARN_CONF_yarn_resourcemanager_scheduler_address=resourcemanager:8030
YARN_CONF_yarn_resourcemanager_resource__tracker_address=resourcemanager:
8031

YARN_CONF_yarn_timeline___ service_enabled=true

YARN_CONF_yarn_timeline___ service_generic___application___ history_enabled
=true

YARN_CONF_yarn_timeline___ service_hostname=historyserver
YARN_CONF_mapreduce_map_output_compress=true
YARN_CONF_mapred_map_output_compress_codec=org.apache.hadoop.io.compress.
SnappyCodec

YARN_CONF_yarn_nodemanager_resource_memory__ mb=3072
YARN_CONF_yarn_nodemanager_resource_cpu___vcores=4
YARN_CONF_yarn_nodemanager_disk__ health__ checker_max__ disk__ utilizati
on___per___ disk___ percentage=98.5
YARN_CONF_yarn_nodemanager_remote  app log dir=/app-logs
YARN_CONF_yarn_nodemanager_aux___services=mapreduce_shuffle
YARN_CONF_yarn_webapp_ui2_enable=true

MAPRED_CONF_mapreduce_framework_name=yarn-tez
MAPRED_CONF_mapred_child_java_opts=-Xmx3072m
MAPRED_CONF_mapreduce_map_memory_ mb=256
MAPRED_CONF_mapreduce_reduce_memory_mb=512

MAPRED_CONF_mapreduce _map_java_opts=-Xmx205m
MAPRED_CONF_mapreduce_reduce_java_opts=-Xmx410m
MAPRED_CONF_yarn_app_mapreduce_am_resource_mb=512
MAPRED_CONF_yarn_app_mapreduce_am_command___opts=-Xmx410m
MAPRED_CONF_yarn_app_mapreduce_am_env=HADOOP_MAPRED_HOME=/opt/hadoop-
3.2.1/
MAPRED_CONF_mapreduce_map_env=HADOOP_MAPRED_HOME=/opt/hadoop-3.2.1/
MAPRED_CONF_mapreduce_reduce_env=HADOOP_MAPRED_HOME=/opt/hadoop-3.2.1/
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8.2.1 Configuracdo de recursos no mapred-site.xml

Variavel Valor pré- Valor Calculo [101]
definido [100] inserido
Mapreduce.map.memory.mb -1 256 RAM por container gerado
pelo Node Manager
Mapreduce.reduce.memory.mb -1 512 2 X (RAM por container
gerado Node Manager)
Mapreduce.map.java.opts -- - 0.8 x (RAM por container
Xmx205m gerado Node Manager)
Mapreduce.reduce.java.opts -- - 0.8 x 2 x (RAM por container
Xmx410m gerado Node Manager)
8.2.2 Configuracéo de recursos no yarn-site.xmil
Variavel Valor pré- Valor Calculo [101]
definido [78] | inserido
Yarn.scheduler.minimum-allocation- 1024 512 RAM por container gerado
memory-mb pelo Node Manager
Yarn.scheduler.maximum-allocation- 8192 3072 (n.° de containers gerados
memory-mb pelo Node Manager) x
(RAM por container)
Yarn.NodeManager.resource.memory- -1 3072 (n.° de containers gerados
mb pelo Node Manager) x
(RAM por container)
Yarn.NodeManager.resource.cpu- -1 4
vcores

8.3 Hadoop-hive.env

HIVE_SITE_CONF_javax_jdo_option_ConnectionURL=jdbc:postgresql://hive-
metastore-postgresql/metastore
HIVE_SITE_CONF_javax_jdo_option_ConnectionDriverName=org.postgresql.Drive

r

HIVE_SITE_CONF_javax_jdo_option_ConnectionUserName=hive
HIVE_SITE_CONF_javax_jdo_option_ConnectionPassword=hive
HIVE_SITE_CONF_datanucleus_autoCreateSchema=false
HIVE_SITE_CONF_hive_metastore_uris=thrift://hive-metastore:9083
HIVE_SITE_CONF_hive_mapred_mode=nonstrict
HIVE_SITE_CONF_hive_strict_checks_cartesian_product=false
HIVE_SITE_CONF_hive_exec_parallel=true
HIVE_SITE_CONF_hive_vectorized_execution_enabled=true

HIVE_SITE_CONF_hive_execution_engine=tez

HIVE_SITE_CONF_hive_tez_container_size=512
HIVE_SITE_CONF_hive_tez_java_opts=-Xmx410m
HIVE_SITE_CONF_hive_tez_exec_print_summary=true
HIVE_SITE_CONF_tez_am_log level=debug
HIVE_SITE_CONF_mapreduce map_ log level=debug
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HIVE_SITE_CONF_hive_tez_log level=debug
HIVE_SITE_CONF_hive_server2_tez_initialize_default_sessions=true
HIVE_SITE _CONF_hive users_in_admin_role=root
HIVE_SITE_CONF_hive_log explain_output=true

HIVE_SITE_CONF_hive_llap_execution_mode=auto

8.4 Configuracédo do Spark

Variavel:

Valor:

Definicdo:

SPARK_MASTER_HOST

Spark-master

IP ou hostname do
mestre

SPARK_MASTER_PORT

7077

Porta do mestre

SPARK_MASTER_WEBUI_PORT | 8080

Porta para 0 acesso a
interface Web

SPARK_WORKER_CORES 2 Numero de nucleos
disponivel para 0 no
trabalhador

SPARK_WORKER_MEMORY 3G (3 GB) Quantidade de

meméria para 0 nd
trabalhador

8.5 Configuracéo do Presto

per-node

Variaveis: Valor: Definicdo:
query.max-memory 9GB Méaximo de memoria que
pode ser dedicado a uma
query.
guery.max-memory-per- 2304MB Méximo de memoria da
node query para cada né pelo
utilizador
query.max-total-memory- | 3456MB Méaximo de memoria da

query de cada nd pelo
utilizador e pelo sistema.

Discovery.uri

coordinator-1

URI referente ao nod
coordenador.

8.6 ETL pelo PySpark
8.6.1 Script

#tbibliotecas necessarias

from pyspark import SparkContext, SparkConf
from pyspark.sql import SQLContext

from pyspark.sql import Row

from pyspark.sql import HiveContext

from pyspark.sql.functions import *

from pyspark.sql.window import Window
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sc = SparkContext.getOrCreate()
#connectar as tabelas de hive
hive context = HiveContext(sc)

#CONNECTAR AS tabelas de necessarias
tabela_val = hive context.sql("select * from val a")

#limpar valores vazios
tabela_val = tabela_val.na.drop(subset=["paragementradaord",
"paragfimord" ])

tabela val = tabela val.withColumn('carreira', trim(tabela val.carreira))

tabela_paragens = hive_context.sql("select * from codigo_paragem_orc")

# obter paragens dos autocarros

cond = [tabela_val.carreira == tabela_paragens.numeroautocarro,
tabela val.sentidoperc == tabela_paragens.direcao,
tabela_paragens.stopsequence == tabela_val.paragementradaord]

tabela_val = tabela_val.join(tabela_paragens, cond, 'inner')
tabela val = tabela_val.na.drop(subset=['code'])
tabela_val = tabela_val.select(tabela_val.datahora, tabela_val.veiculo,
tabela val.carreira, \
tabela val.sentidoperc, tabela_val.nscartaohi, tabela val.nscartaolo,

tabela val.code, tabela val.titulo)
tabela_val = tabela_val.withColumnRenamed('code', 'codigoparagementrada’)
tabela_val = tabela_val.dropDuplicates(['nscartaolo', 'datahora']) #Faz
remover os duplicados

#tabelas de dimensao

tabela_ticket = hive context.sql('select * from dimticket orc')
tabela_stops = hive_context.sql('select * from dimstop_orc')
tabela _routes = hive context.sql('select * from dimroute_orc')
tabela_tempo = hive_context.sql('select * from dimtime_orc')
tabela_data = hive_context.sql('select * from dimdate_orc')

#junta-las
tabela joined = tabela val.join(tabela ticket, tabela val.titulo ==
tabela_ticket.codigo, "inner").\

join(tabela_routes, tabela_val.carreira ==
tabela_routes.route_short_name, "inner").\

join(tabela_stops, tabela_val.codigoparagementrada ==
tabela_stops.stop_code, "inner").\

join(tabela data, to date(tabela val.datahora) == tabela data.date,
"inner").\
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join(tabela_tempo, date_format(tabela_val.datahora, 'HH:mm:ss') ==
tabela_tempo.timealtkey, "inner"
tabela_val.unpersist()
tabela_ticket.unpersist()
tabela_stops.unpersist()
tabela_routes.unpersist()
tabela_tempo.unpersist()
tabela_data.unpersist()
tabela_paragens.unpersist()
tabela_joined=tabela_joined.select(tabela_joined.datahora,
tabela_joined.datekey, tabela_joined.timekey, tabela_joined.veiculo,
tabela_joined.routekey, tabela_joined.sentidoperc,
tabela_joined.nscartaohi, tabela_joined.nscartaolo,
tabela_joined.stopkey, tabela_joined.ticketkey)

window = Window.partitionBy("nscartaolo").orderBy("nscartaolo",
"datahora")

tabela_joined = tabela joined.withColumn("diffprev",
lag(tabela_joined.datahora).over(window))

tabela_joined = tabela_joined.withColumn('diffmin’,
(unix_timestamp(tabela_joined.datahora.cast("timestamp")) -
unix_timestamp(tabela_joined.diffprev.cast("timestamp")))/60)
tabela_joined = tabela joined.withColumn('diffhour"',
(unix_timestamp(tabela_joined.datahora.cast("timestamp")) -
unix_timestamp(tabela joined.diffprev.cast("timestamp”)))/3600)
#filtrar se tem menos de 2 min para remover

tabela _joined = tabela_joined.withColumn('transhipment’,
when(((tabela_joined.diffmin < 45) & (tabela_joined.diffmin > 2) &
(tabela_joined.nscartaohi != 0)), 1).otherwise(®@))

tabela_joined = tabela joined.withColumn('transhipment_routekey',
lag(tabela_joined.routekey).over(window))

tabela_joined = tabela_joined.withColumn('transhipment_routekey 1", when(
tabela_joined.transhipment == 1, tabela_joined.transhipment_routekey))
tabela_joined = tabela_joined.withColumn('transhipment_stopkey',
lag(tabela joined.stopkey).over(window))

tabela_joined = tabela_joined.withColumn('transhipment_stopkey 1', when(
tabela_joined.transhipment == 1, tabela_joined.transhipment_stopkey))

# tabela final antes de enviar
tabela_final=tabela_joined.select( \
tabela_joined.datekey, tabela_joined.timekey, tabela_ joined.veiculo,

tabela_joined.routekey, tabela_joined.sentidoperc,
tabela joined.nscartaohi, \
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tabela_joined.nscartaolo, tabela_joined.stopkey,
tabela_joined.ticketkey, tabela_joined.diffmin, tabela_joined.diffhour, \

tabela_joined.transhipment, \

tabela_joined.transhipment_routekey_1,
tabela_joined.transhipment_stopkey_1\

)

tabela_final = tabela_final.withColumnRenamed( 'transhipment_routekey 1',

"transhipment_routekey')

tabela_final = tabela_final.withColumnRenamed('transhipment_stopkey 1',
"transhipment_stopkey')

tabela_joined.unpersist()

tabela_final.write.format("orc").mode("overwrite").saveAsTable("default.f
actval a")

tabela_final.unpersist()
8.6.2 Comando de execucéo

Ispark/bin/spark-submit --master spark://spark-master:7077 --executor-cores 2 --

executor-memory 3G --conf spark.sql.adaptive.enabled=true --conf
spark.sgl.adaptive.coalescePartitions.enabled=true --conf
spark.sql.adaptive.skewJoin.enabled=true pyspark_etl.py

8.7 Tabelas de resultados do desempenho ETL
8.7.1 SQL Server e SSIS

8.7.2

SSIS N° linhas Total Tempo (min:sec)
A 18190219 00:05:02
B 35912880 00:10:31
C 53293745 00:16:07
D 70319028 00:21:11
E 85381030 00:25:44

Spark e PySpark

Spark N° linhas Total Tempo (min:sec)
A 18190219 00:00:51
B 35912880 00:01:25
C 53293745 00:01:54
D 70319028 00:02:36
E 85381030 00:03:00

8.8 Tabela de resultados do desempenho nas queries de negocio

8.8.1

Hive

Hive

B C
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Q1 [00:20,0 | 00:45,3 | 00:55,3 | 01:04,3 | 01:28,0
Q2 [00:17,900:19,9 | 00:28,1 | 00:28,9 | 00:40,0
Q3 |01:13,0]01:46,0 | 02:16,0 | 02:41,4 | 03:23,0
Q4 [00:13,9 | 00:25,8 | 00:42,0 | 00:46,4 | 00:52,9
8.8.2 SQL Server
SQL Server
A B C D E
Q1 [00:09,1|00:18,3 | 00:29,5| 00:39,2 | 00:46,0
Q2 |00:08,9 | 00:27,0 | 00:41,0 | 00:54,0 | 01:04,0
Q3 |00:09,4 | 00:18,0 | 00:29,3 | 00:55,0 | 01:05,0
Q4 [00:08,0|00:18,0 | 00:28,0 | 00:38,0 | 00:47,0
8.8.3 Presto
Presto
A B C D E
Q1 [00:11,5|00:10,0 | 00:13,5| 00:16,4 | 00:18,3
Q2 |00:03,4 | 00:05,5 | 00:06,0 | 00:08,1 | 00:09,3
Q3 |00:06,1|00:16,7 | 00:41,3 | 00:31,6 | 00:50,8
Q4 ]00:03,8|00:04,5 | 00:06,4 | 00:08,0 | 00:10,1
8.8.4 Spark SQL
Spark SQL
A B C D E
Q1 ]00:02,7 | 00:03,1 | 00:04,5 | 00:05,4 | 00:06,1
Q2 |00:01,6 | 00:03,0 | 00:05,0 | 00:06,8 | 00:04,1
Q3 [00:23,4|00:21,2 | 00:20,1 | 00:28,8 | 00:31,5
Q4 ]00:01,2|00:01,8 | 00:03,0 | 00:03,6 | 00:02,9
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